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基于常春藤优化算法改进与梯度提升决策树的

球团矿转鼓指数预测
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摘要:转鼓指数是评价球团矿质量的关键指标,亦是生产过程的核心调控对象。 针对传统检测滞后性强、控制效

果不佳的问题,为实现球团矿质量的实时精准预报,本文提出一种基于拉丁超立方采样 - 差分进化混合策略改进

的常春藤优化算法(MIVYA_DE)。 该算法针对初始种群分布不均及后期局部搜索乏力等缺陷,引入了拉丁超立

方采样(LHS)与差分进化(DE)策略,有效提升了全局寻优能力。 基于现场数据的建模与验证结果表明,所提

MIVYA_DE 算法显著提高了预测精度。 其中,耦合该算法的梯度提升决策树(GBDT)模型拟合优度最高,决定系

数(R2)达 0. 948 7,验证了改进算法的工程实用性与推广价值。
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Pellets drum index prediction based on Ivy League optimization
algorithm improvement and Gradient Boosting Decision Tree (GBDT)
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Abstract: The drum index is a key indicator for evaluating pellets quality and is also the core regulatory object in the
production process. To address the issues of strong lag in traditional detection methods and poor control effectiveness,as
well as to achieve real-time and accurate forecasting of the quality of pellets, an ivy league optimization algorithm
(MIVYA_DE) that improves upon the conventional algorithm by incorporating a combination of Latin Hypercube Sampling
and Differential Evolution strategies is proposed. This algorithm addresses such shortcomings as uneven initial population
distribution and weak local search later on,introducing latin hypercube sampling (LHS) and differential evolution (DE)
strategies,and effectively enhancing global optimization capability. Modeling and validation results based on field data show
that the proposed MIVYA_DE algorithm significantly improves prediction accuracy;Among them,the gradient improvement
decision tree (GBDT) model coupled to this algorithm has the highest best-of-fit,with a determination coefficient (R2) of
0. 948 7. This study verified the engineering practicality and promotion value of the improved algorithm.
Key words: drum index; hypercubic sampling; gradient boosting decision tree (GBDT); model prediction
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　 　 随着钢铁工业自动化水平的提升, 炼钢后续

工序自动化程度显著提高, 但作为高炉冶炼关键

原料的球团矿, 其生产过程仍面临诸多挑战。 球

团矿生产呈串联式流程结构, 质量参数紧密耦合,
上游波动直接影响下游成品质量, 且过程冗长、
滞后显著, 存在多变量耦合等复杂特性。 目前,
球团矿质量检测主要依赖人工采样与离线分析,
导致质量反馈滞后, 难以实时调控, 易造成经济

损失。 为此, 开发成品质量预测系统至关重要。
在球团矿质量预测研究中, 多种建模与优化方法

被广泛应用。 张军红等[1] 多次采用遗传算法优化

BP 神经网络, 有效预测了烧结矿 FeO 含量, 并提

升了模型精度与效率。 王兴锋等[2] 则基于特征选

择与 PSO-GBDT 算法构建了抗压强度预测模型,
准确率高达 94% 。 史磊[3] 利用属性约简算法选择

输入变量, 建立了可预测多项质量指标的 BP 神经

网络。 米浩等[4] 针对特定生产问题, 采用统计回

归方法建立了 FeO 含量与转鼓指数的预测模型。
王茗玉等[5] 结合现场生产经验, 以烧结终点温度

与主管负压为指标将烧结状态划分为三类, 提升

了转鼓强度的预测精度。 李东喆[6] 通过改进案例

推理模型并结合 PID 控制器, 实现了对过程参数

的有效控制。 闫洪伟[7] 应用 BP 神经网络进行预

测, 但指出其精度尚需进一步提升。 此外, 崔桂

梅等[8] 提出了基于主成分分析的综合评价方法,
为球团矿质量评估提供了新视角。

鉴于现有研究缺乏对转鼓指数的有效建模,
本文提出一种基于改进常春藤优化算法(MIVYA_
DE)优化的梯度提升决策树(GBDT)预测模型, 用

于带式焙烧机球团矿转鼓指数的预报。 该模型充

分利用了 GBDT 预测精度高、 可解释性强及泛化

能力优异的特点, 并结合 MIVYA_DE 全局寻优能

力强、 收敛速度快的优势, 有效规避了局部最优

问题。 通过对某钢厂历史数据的建模与对比分析,
验证了所提模型的有效性。

1　 优化算法

1. 1　 常春藤优化算法

常春藤优化算法( IVY algorithm)是在 2024 年

由 GHASEMI 等提出的一种基于种群的优化方

法[9]。 优化算法包括 3 个部分: ① 基于生物启发

的搜索策略: 模拟常春藤向最近且适应度最高的

邻居生长的行为, 通过微分方程建模生长速率,
动态引导搜索方向与强度。 生长速率由随机扰动

与高斯向量调节, 个体依据适应度选择最优邻居,
确保搜索高效性。 ② 全局搜索策略: 利用乘法放

大邻居方向差异, 结合除法进行元素级扰动, 增

强种群多样性, 避免早熟收敛。 位置更新融合高

斯随机向量与邻居方向信息, 扩大搜索范围。
③ 局部开发策略: 通过加法叠加扰动、 减法收缩

搜索区间, 聚焦于全局最优解邻域进行精细搜索。
位置更新围绕最优解引入随机扰动, 生长速率随

搜索区间动态调整, 提高局部搜索精度。 相较于

其他主流元启发式算法, IVYA 在保持探索与开发

平衡、 适应复杂非线性问题、 以及鲁棒性方面表

现更优, 因此被选为本文的优化框架。
1. 2　 算法改进

关于常春藤优化算法在寻找最优解的过程中

容易出现各种问题, 本研究提出了一种基于改进

型常春藤生长算法( IVYA)与差分进化算法(DE)
相结合的混合优化策略算法(MIVYA_DE), 旨在

提升多峰函数全局优化问题中的搜索效率和收敛

精度。 该方法通过引入动态变异机制、 梯度向量

引导、 混合初始化策略及参数自适应调整等关键

改进, 在保持种群多样性的同时增强了局部开发

能力。
1. 2. 1　 差分进化算法

差分进化(DE)是一种基于群体的优化算法,
其主要特点是简单且易于实现, 具有良好的全局

搜索能力[10 - 12]。 其基本思路是从种群中随机选取

若干个体, 对其进行突变, 生成新的候选值, 再

将其与原始个体进行交叉运算生成试验向量, 最

后通过比较试验向量与原个体的适应度来决定是

否替换原个体[13 - 18]。 他最重要的部分是变异操作:
针对每一个目标向量 Xi( t), 从当前群体中随

机选取 3 个不同的个体 Xr1 ( t)、 Xr2 ( t)、 Xr3 ( t),
对其进行变异, 得到一种新的变异向量 Vi( t + 1)。

Vi( t + 1) = Xr1( t) + F·[Xr2( t) - Xr3( t)]

(1)
式中: F 为缩放因子, 是一个介于 0 ~ 2 之间的常
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数, 用于控制变异幅度。
1. 2. 2　 超立方采样与随机初始化相结合的初始化

种群

　 　 为优化初始种群分布, 采用拉丁超立方采样

(latin hypercube sampling, LHS)与随机初始化相

结合的混合策略。 LHS 样本数按一定比例确定,
其余由随机生成补充。 LHS 是由 MCKAY 等提出

的一种高效的多维分层抽样技术, 广泛应用于计

算机试验设计、 不确定性分析及智能优化算法的

初始种群生成中[19]。 相较于简单随机采样, LHS
能够以更少的样本点更均匀地覆盖整个参数空间,
从而提升采样效率与模型探索能力。 设待采样的

K 维输入变量向量为 X = (X1,X2,…,XK) T, 各分

量相互独立, 且其边缘分布已知。 对每个维度 k =
1, 2, …, K, 将其定义域按概率等分为 N 个互不

重叠的区间, 使得每个区间的边际概率均为 1 / N。
随后, 在每个区间内独立抽取一个样本值, 记为

X1K, X2K, …, XNK。 接着对每个维度 k 的这 N 个

样本值进行独立随机排列, 并将各维度对应位置

的值组合成 N 各 K 维样本点。
xi = (xi1,xi2,…,xiK) T,i = 1,2,…,N (2)
该过程保证了每个输入变量在其取值范围内

被完全分层, 即每个子区间恰好被采样一次, 各

维度之间的样本组合是随机配对的, 从而保持整

体随机性的同时提升空间填充性。 该方法在保证

种群分布均匀性的同时增强了多样性, 有效避免

了初始聚集。
IVYA 与 MIVYA_DE 种群初始位置信息如图 1

所示。 由图 1(a)可以看出, 个体在搜索空间内分

布不均,存在明显的聚集区域和空旷区域。这种

不均匀性可能导致算法初期探索不充分, 容易陷

入局部最优或错过全局最优区域。 图 1(b)展示了

使用混合初始化的种群分布, 几乎覆盖了整个搜

索空间的各个角落, 没有明显的聚集或空洞, 显

著提升了算法的收敛速度、 稳定性与全局优化

能力。
1. 2. 3　 差分动态变异策略

在迭代过程中, 个体根据其适应度值动态选

择采用 IVYA 策略或 DE 策略进行变异操作。 对于

第 i 个个体, 若其当前适应度值满足公式:
ICosti �beat1 × BestCost (3)

式中: beat1 = 1 + rand() / 2, 则触发 IVYA 的高斯

变异策略。 该策略通过引入非对称扰动, 并结合

梯度向量(Gv)引导搜索方向, 其更新公式:
Inewi = Ii +∣ N(0,1)∣·( Iii - Ii) + N(0,1)·

Gvi (4)
式中: Iii为邻近个体位置, Gv 为归一化梯度向量。
该策略通过局部扰动和梯度引导, 增强对高适应

度区域的精细搜索能力。
若不满足 IVYA 条件, 则触发 DE 的变异策

略。 随机选择 3 个不同的个体 r1、 r2、 r3(r1≠r2≠
r3≠i), 生成动态变异因子 F = 0. 12 + rand( ) / 2,
执行变异操作。 新的候选解通过以下公式进行

更新:
Inewi = Ir1 + F·( Ir2 - Ir3) (5)
此差分变异机制有效地维持了种群的多样性,

并在全局范围内进行广泛搜索, 尤其适用于复杂

多峰问题的前期探索阶段。
在种群更新方面, 算法采用(μ + λ)策略, 即

将每一代生成的N个新个体与原种群合并后,按

(a) IVYA; (b) MIVYA_DE
图 1　 种群初始位置信息

Fig. 1　 Initial position information of the population
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表 1　 公式参数说明

Table 1　 Formula parameter description

符号 含义

ICosti 第 i 个个体适应度

beat1
阈值控制参数,决定使用 IVYA 更新

还是 DE 变异

BestCost 当前种群中的最优(最小)适应度值

Inewi 第 i 个个体更新后的位置

N(0,1) 标准正态分布

III 第 i 个个体邻近个体位置

Gvi i 个个体梯度向量(归一化值)

F DE 变异因子

Ir1、Ir2、Ir3 通过变异策略生成的个体

适应度排序并保留前 N 个最优个体。 具体而言,
合并后的种群规模为 2N, 随后进行排序, 并截取

前 N 个作为下一代种群。 该策略确保了最优解的

保留, 同时也保证了种群的多样性, 避免陷入局

部最优。
此外, 算法的关键参数如 beat1和 F 均采用动

态生成的方式, 使其能够在不同的优化阶段自适

应地调整搜索行为。
1. 3　 MIVYA_DE 算法性能验证

算法改进带来的性能提升, 需通过基准测试

加以证实。 为此, 本文基于 CEC 测试集构建了一

个涵盖不同优化挑战的测试方案[20]。 文中选择了

5 个经典测试函数, 首先, 高维单峰函数 ( F1,
F3)不具有局部极值点, 其目的是重点考察算法在

无障碍情况下的收敛速度和局部开采效率。 其次,
高维多峰函数(F9)拥有众多局部最优解, 旨在测

试算法克服“早熟”收敛、 发现全局最优解的全局

探索能力。 最后, 我们引入了极为复杂的组合函

数(F18), 它通过旋转、 位移和模态混合等技术

构造, 模拟了现实优化问题中的诸多困难, 用于

全面评估算法处理复杂格局的综合性能与鲁棒性。
这一组合确保了测试的广度和深度。

本文对 IVYA、 MIVYA_DE 和 WOA 3 种优化

算法的性能进行验证并对比, 3 种算法分别对 5 个

函数求解 30 次, 种群数量 150 迭代次数 1 500 次。
算法的求解性能由其求解结果的标准差和最优值

偏差决定。 标准差是评估算法鲁棒性和稳定性的

关键指标。 一个较小的标准差表明多次运行的结

果紧密聚集在平均值周围, 意味着算法的性能对

随机初始条件、 参数设置等不确定性因素不敏感,
具有良好的可重复性。 反之, 一个较大的标准差

则表明算法性能波动剧烈, 其表现严重依赖于运

气, 鲁棒性较差。 该指标直接量化了算法收敛于

理论全局最优解的准确度。 对于一个最小化问题,
偏差越接近于零, 说明算法的平均解与理论最优

解越接近, 其全局探索和局部开发能力越强。 该

指标提供了算法性能的绝对度量, 使试验能够跨

越不同算法和测试函数, 进行客观的性能比较,
具体见表 2。 由表 2 可知, 在函数解的维数分别为

30 维、 50 维和 100 维时, 本文所提 MIVYA_DE 算

法均取得了较好的求解结果。
为充分评估 MIVYA_DE 算法的性能, 本文选

取 4 个典型测试函数(包括单峰与多峰类型), 对

MIVYA_DE、 IVYA 和 WOA 进行对比试验, 并绘

制其平均收敛曲线如图 2 所示。 收敛曲线纵轴为

测试函数的平均最优解, 横轴为迭代次数。 由图 2
可以看出, MIVYA_DE 算法在所有测试函数中均

展现出显著的优越性, 无论是在收敛速度、 优化

精度还是稳定性方面均明显优于 WOA 和 IVYA。
具体而言, 在处理单峰函数时, MIVYA_DE 迅速

将目标函数值降至较低水平, 并在此基础上保持

稳定, 这表明该算法不仅具有快速找到近似最优

解的能力, 同时还能维持这种状态, 体现了其优

秀的全局搜索能力和鲁棒性; 而在多峰函数优化

中, MIVYA_DE 也体现出更高的收敛精度和更强

的全局探索能力。 此外, MIVYA_DE 在迭代过程

中早熟收敛现象显著减少, 说明其能有效避免陷

入局部最优解, 且具备优良的跳出局部极值的能

力, 而且在不同类型的优化问题中均能保持一致

的高性能。 上述实验结果一致表明, MIVYA_DE
在各类函数优化问题上均具有优异的综合性能,
其有效性和优越性得到了充分验证。

由以上分析可以看出, MIVYA_DE 算法对一

些经典的测试函数求解寻优时, 相比 IVYA 算法所

得结果更加准确。
1. 4　 基于 GBDT 的模型建立

GBDT 是以 Boosting 方式组合的集成学习模

型[21 - 23] 。Boosting的集成方式是通过对拟合残差
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表 2　 优化算法求解性能对比

Table 2　 Performance comparison of optimization algorithms

统计量 最优值 标准差 最优值偏差

函数 /算法 MIVY_ADE IVYA WOA MIVYA_DE IVYA WOA MIVYA_DE IVYA WOA

F1
30 维 1. 0 × 102 2. 4 × 102 9. 5 × 105 5. 7 × 103 6. 2 × 103 3. 7 × 106 7. 1 × 101 2. 1 × 102 9. 5 × 105

50 维 1. 2 × 102 5. 4 × 102 2. 7 × 107 3. 7 × 103 4. 7 × 103 4. 4 × 107 7. 4 × 10 4. 9 × 102 2. 7 × 107

100 维 1. 3 × 102 6. 8 × 104 1. 5 × 109 6. 9 × 103 6. 6 × 104 1. 0 × 109 3. 5 × 10 6. 8 × 104 1. 5 × 109

F3
30 维 3. 0 × 102 8. 9 × 103 4. 9 × 104 4. 9 × 102 5. 1 × 103 6. 6 × 104 2. 7 × 102 8. 8 × 103 4. 9 × 104

50 维 5. 1 × 103 5. 8 × 104 6. 1 × 104 8. 9 × 103 1. 5 × 104 3. 5 × 104 5. 0 × 103 5. 8 × 104 6. 1 × 104

100 维 1. 1 × 105 2. 9 × 105 3. 2 × 105 3. 3 × 104 2. 4 × 104 1. 7 × 105 1. 0 × 105 2. 4 × 105 3. 2 × 105

F9
30 维 9. 0 × 102 2. 6 × 103 4. 9 × 103 2. 3 × 102 8. 4 × 102 2. 3 × 103 8. 7 × 102 2. 3 × 103 4. 9 × 103

50 维 9. 0 × 102 8. 9 × 103 1. 6 × 104 8. 6 × 10 9. 8 × 102 6. 6 × 103 8. 5 × 102 8. 9 × 103 1. 6 × 104

100 维 9. 2 × 102 2. 2 × 104 3. 4 × 104 4. 9 × 102 5. 6 × 102 1. 4 × 104 8. 2 × 102 2. 2 × 104 3. 4 × 104

F14
30 维 1. 4 × 103 3. 3 × 103 2. 5 × 104 2. 9 × 10 5. 8 × 104 5. 7 × 105 1. 4 × 103 3. 3 × 103 2. 5 × 104

50 维 1. 6 × 103 1. 6 × 104 1. 5 × 105 1. 2 × 104 1. 8 × 105 7. 6 × 105 1. 6 × 103 1. 6 × 104 1. 5 × 105

100 维 3. 6 × 104 3. 6 × 105 1. 2 × 106 3. 3 × 105 4. 6 × 105 2. 0 × 106 3. 6 × 104 3. 6 × 105 1. 2 × 106

F18
30 维 2. 1 × 103 5. 4 × 104 1. 5 × 105 8. 7 × 103 3. 6 × 105 3. 1 × 106 2. 1 × 103 5. 4 × 104 1. 5 × 105

50 维 2. 4 × 104 1. 2 × 105 1. 4 × 106 2. 8 × 105 7. 5 × 105 6. 8 × 106 2. 3 × 104 1. 2 × 105 1. 4 × 106

100 维 3. 1 × 105 4. 1 × 106 1. 3 × 106 6. 2 × 105 6. 2 × 105 2. 9 × 106 3. 1 × 105 4. × 105 1. 3 × 106

(a) F1; (b) F3; (c) F9; (d) F18
1—MIVYA_DE; 2—WOA; 3—IVYA。

图 2　 算法收敛曲线

Fig. 2　 Convergence curve of the algorithm

的连续学习来构造弱学习器, 最后把多个弱学习

器通过相加形成一个强学习器[24]。 GBDT 的构建

流程如图 3 所示。
　 　 基于此, 本文为验证 MIVYA_DE 在具体应用中
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图 3　 梯度提升决策树构建流程

Fig. 3　 Shows the construction process of the gradient
boosting decision tree

的有效性, 运用 MIVYA_DE 对 GBDT 的基学习器数

量(n_estimators)、 树的最大深度(max_depth)、 学

习率(learning_rate)、 叶子节点最小样本数(min_
samples_leaf)和每次分裂时考虑的特征数(mtry)超
参数进行寻优, 将找到最佳的超参数再带入至

GBDT 模型中进行建模, 以此来提高 GBDT 模型的

预测精度。 MIVYA_DE-GBDT 模型的工作流程如

图 4 所示, 模型的具体步骤: 模型首先对数据进

行预处理并建立初始 GBDT 模型; 继而利用

MIVYA_DE 算法对 GBDT 的 5 个关键超参数进行

自动优化; 最终以优化后的超参数训练 GBDT 模

型, 实现球团质量指标的精准预测。

图 4　 MIVYA_DE 优化 GBDT 建模流程

Fig. 4　 MIVYA_DE optimizes the GBDT modeling process

2　 仿真试验及分析

2. 1　 数据处理

分析带式焙烧机球团质量预测原有机理模型

和数据模型, 并结合专家经验, 本文选用某钢厂

带式焙烧机球团 2024 年 1 月的内部实际生产数

据, 数据采样采取 10 min 等间隔采样。 历史库数

据样本 4 464 组数据, 包括风箱温度、 焙烧段烟罩

压力、 鼓干段烟罩温度、 烧嘴区温度、 风箱压力、
主引风机转速等, 对实验数据进行异常值剔除、
缺失值填补。

为消除不同评价指标之间的量纲影响, 使得

各个指标在一个量级上, 从而提高了模型的收敛

性和准确性, 对数据进行归一化处理[25]。

Z = X - μ
δ (6)

式中: Z 是归一化后数据; X 是原始数据; μ 是所

有数据样本均值; δ 是所有样本数据标准差。 处理

完成后的优质数据有 700 组。 并在此 700 组优质

数据中选取 630 组作为训练集, 70 组作为测试集。
2. 2　 MIVYA_DE 优化超参数结果

模型的性能和准确性一定程度上取决于超参

数的选择。 以模型的最小均方根误差(SRMSE)为目

标函数, 使用 MIVYA_DE 优化算法构建超参数与

目标函数间的关联模型, 在此基础上, 每一次基

于新样本数据对新样本进行修正。 此过程反复进

行, 并在表 3 中列出了最佳的模型超参数。
表 3　 GBDT 最优参数设置

Table 3　 Optimal parameter settings of GBDT

基学习
器数量

树的最
大深度

学习率
叶子节点

最小样本数
每次分裂时考
虑的特征数

980 52 0. 010 1 2 19

　 　 种群个数为 15, 最大迭代次数为 30, 采用上

述最优参数组合训练 GBDT 模型。
2. 3　 球团预测实验结果

分别建立 GBDT、 WOA-GBDT、 IVYA-GBDT
和 MIVYA_DE-GBDT 的球团质量预测模型, 比较

几种模型的误差和预测曲线的拟合度。 以预测模

型的均方误差(SMSE)、 均方根误差(SRMSE)、 模型

的拟合优度(R2)和模型的性能与偏差比(SRPD)作
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为模型性能的综合评价指标。 SMSE、 SRMSE
[25] 值越

小说明实验数据预测值与实际值越接近、 拟合效

果越好、 预测模型描述的实验数据精确度较高;
R2表示预测曲线的拟合程度, 最大值为 1, 越接近

1 说明预测精度越高, 该值越大表示该模型的预测

性能越好; 而 SRPD则定义为实测值标准差与均方

根误差的比值, SRPD值越大, 表明模型的预测能力

越强。 通常认为, 当 SRPD > 3 时, 模型具有完美的

预测精度, 可用于实际预测; 2 < SRPD≤3 时, 模

型预测效果良好; SRPD < 2 则说明模型预测能力较

差, 难以满足应用需求。 不同预测模型的评价指

标如表 4 所示。
由表 4 可得: 在传统的预测模型中, GBDT 在

误差和拟合性能方面表现尚可, 但未经优化仍存

在提升空间; WOA-GBDT 虽拟合优度较高(R2 =
0. 919 5), 但 SMSE显著偏大(0. 027 5), 预测稳定

性较差, 可能伴随过拟合问题。 IVYA-GBDT 在误

差控制与拟合性能上均优于前者, SRPD达到3. 038 3,
显示出良好的预测可靠性。 经改进算法优化后的

MIVYA_DE-GBDT 模型, 在各项性能指标上均表

现最优: SMSE (0. 016 5)和 SRMSE (0. 128 7) 最低,
拟合优度 R2 高达 0. 948 7, SRPD为 4. 445 1, 远优

于其他模型, 显示出极高的预测精度和稳健性。
尽管MIVYA_DE(4 331 s)相较于 IVYA(2 137 s)其
寻优时间因优化算法复杂度略有增加 0. 5 h, 但由

于球团生产工艺本身具有一定滞后性, 对实时性要

求并不苛刻。 因此, 在综合考虑预测精度与模型稳

健性的基础上, 本文最终选择性能最优的 MIVYA_
DE-GBDT 模型作为球团质量预测模型。 不同优化

算法和模型的预测效果分别如图 5、 6 所示。

由图 5 可知, GBDT 及其部分优化模型 (如

MIVYA_DE-SVR)预测效果较差, 由于传统 GBDT
模型参数选取对预测性能影响显著, 往往难以取

得理想的拟合效果。 相比之下, IVYA-GBDT 模型

的预测效果有所提升; 而以上 3 种模型采用

MIVYA_DE 优化算法对传统模型参数寻优, 提高

了模型的预测精度, 其中 MIVYA_DE-GBDT 效果

最好, 证明了改进后的优化算法的优越性。
由图 6 可知, MIVYA_DE-RBF 预测模型在带

式焙烧机球团转鼓指数预测方面, 误差最大, 基

本都保持在 ± 1. 3%左右, 而 MIVYA_DE-GBDT 预

测模型效果最好, 且误差基本保持在 ± 0. 5% 左

右, 效果最佳更具有优势。 改进后的优化算法

MIVYA_DE 可迅速并合理地选择 GBDT 模型的最

优参数, 提高预测模型的准确性、 稳定性和泛化

能力。 进一步证明了 MIVYA_DE 的寻优能力和在

实际应用中的优越性。

3　 结　 论

为实现带式焙烧机球团矿质量的高精度预测,
本文提出一种融合拉丁超立方采样与差分进化策

略的改进常春藤优化算法(MIVYA_DE), 用于优

化 GBDT 模型 ( MIVYA _ DE-GBDT)。 针对原始

IVYA 的不足, MIVYA_DE 首先采用混合初始化策

略, 利用超立方采样确保搜索空间覆盖度, 替代

随机生成以提升种群多样性; 其次, 引入动态调

节因子 beat1自适应平衡 IVYA 与 DE 策略的切换概

率, 并利用因子 F 控制变异步长; 最后, 通过差

分进化机制完成个体变异。 基准函数测试验证了

该算法的寻优能力。基于工业数据的实验表明,
表 4　 不同预测模型的评价指标

Table 4　 Evaluation indicators of different prediction models

模型 SMSE SRMSE R2 寻优时间 / s SRPD

GBDT 0. 042 2 0. 205 4 0. 869 3 — 2. 786 5
SVR 0. 099 5 0. 315 4 0. 576 2 — 1. 547 2
RBF 0. 063 8 0. 252 6 0. 814 4 — 2. 265 4

WOA-GBDT 0. 027 5 0. 166 0 0. 919 5 1 305. 8 3. 448 2
IVYA-GBDT 0. 055 6 0. 235 8 0. 891 2 2 137. 0 3. 038 3

MIVYA_DE-GBDT 0. 016 5 0. 128 7 0. 948 7 4 331. 0 4. 445 1
MIVYA_DE-SVR 0. 077 9 0. 279 2 0. 668 5 35. 2 1. 749 5
MIVYA_DE-RBF 0. 060 9 0. 246 7 0. 842 2 42. 5 2. 319 5
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(a) GBDT; (b) IVYA-GBDT; (c) RBF; (d) SVR; (e) MIVYA_DE-RBF; (f) MIVYA_DE-SVR;
(g) WOA-GBDT; (h) MIVYA_DE-GBDT

1—真实值; 2—GBDT; 3—IVYA-GBDT; 4—RBF; 5—SVR; 6—MIVYA_DE-RBF; 7—MIVYA_DE-SVR;
8—WOA-GDBT; 9—MIVYA_DE-GBDT。
图 5　 不同优化算法和模型的预测效果

Fig. 5　 shows the prediction effect diagrams of different optimization algorithms and models

MIVYA_DE-GBDT 模型预测精度最优, SMSE 低至

0. 016 5, 拟合度(R2)高达 0. 948 7, 证实了该方

法在实际工程应用中的有效性与优越性。
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