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摘要：本文以在线识别矿石可磨度为研究目标，通过详细分析磨矿过程参数间的相互影响关系，得出磨矿过程运

行指标的变化能从一定程度上反应矿石可磨度变化的结论。针对工业数据维度高、耦合性强等问题，在着重研究

了ＫＰＬＳＲ和ＳＡＥ两种可提取关键特征算法机理的基础上，以实际采集的磨矿过程数据为样本，对多算法进行横

纵对比，最终验证了深度学习算法ＳＡＥ在工业复杂数据分析中的优势。并以测试试验中性能最佳的算法结构作

为矿石可磨性智能识别系统的在线识别模型，该模型在工业化应用中绝对值误差平均可达０６１ｋＷ·ｈ／ｔ，平均误

差率约为４７９％，可满足现场生产的需求。
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　　矿石可磨度是指矿石在指定磨矿条件下被磨
碎的难易程度，是矿石重要性质之一。由于采矿

场地不同，以及围岩的多少、没有“均一化”堆取

等原因，入磨矿石可磨性经常发生变化。矿石可

磨性的波动会直接影响磨矿过程质量指标、运行

指标和能耗指标。例如，当矿石可磨性向上波动

时，矿浆粒度会变粗，磨机负荷和能耗会变大，

如果不及时调整磨矿参数，甚至会出现磨机“胀

肚”等现象，导致生产的停滞。

目前，矿石的可磨性指标基本是采用 Ｂｏｎｄ功
指数。然而，Ｂｏｎｄ粉磨功指数测定是用若干个循
环的间歇式粉磨筛分来模拟连续闭路的粉磨过程，
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需要专门的测定设备和一定数量的有代表性的矿

样，其操作过程存在一定程度的复杂性，有一定

的劳动强度，并需要一周左右的测定时间［１－２］。

因此，多年来一些粉碎工作者探索了对其试验进

行简化或计算机模拟的方法。例如：推测法，这

类方法适用于已知一种物料或一个测定粒度的

Ｂｏｎｄ粉磨功指数，推测其他物料或测定粒度的
Ｂｏｎｄ粉磨功指数［３－５］；部分测定和模拟算法，这

一类方法先采用标准 Ｂｏｎｄ功指数磨机和测定方
法，进行２～４个循环的测定，然后根据获得数
据，用计算机模拟以后各次循环的测定过程，该

类方法主要包括 Ｋａｐｕｒ法［６］和赖复兴法［７］；模拟

计算方法，这一类方法只需要少量的有代表性矿

样或钻探岩芯样品，在实验室磨机中进行一定的

粉磨动力学试验，获得被测矿样的模型参数，然

后根据一定的粉磨动力学模型，用计算机模拟

Ｂｏｎｄ粉磨功指数测定和数据处理过程，与前面所
述的模拟方法之区别是，这一类方法自第一个循

环起就采用模拟，是更全面的模拟，例如熊维平

等［８］提出的方法可模拟测定过程和物料的破裂过

程，获得最终产品粒度分布和８０％通过的粒度大
小，以此计算Ｂｏｎｄ功指数；陈炳辰等［９］、仲崇波

等［１０］提出的模拟方法需要基于回归分析获得计算

功指数经验公式；ＡＫＳＡＮＩ等［１１］提出的模拟方法

的特点是用累积基础的动力学模型模拟Ｂｏｎｄ球磨
功指数，测定物料颗粒的碎裂过程，模型参数需

要通过分批粉磨试验确定。这些改进方法虽然在

一定程度上减少了试验工作量，缩短了Ｂｏｎｄ功指
数的测定时间，但依然无法满足磨矿流程控制实

时性的需求。

现场经验丰富的专家虽然可以根据磨矿流程

中其他参数的变化对矿石可磨性做出一些模糊的

判断。但磨矿过程复杂多变，矿石可磨性波动无

一定规律可循，各过程变量间耦合性、非线性强，

人工凭经验判断易受各种因素的影响，且误判率

高。数据驱动的软测量技术不受人为主观因素的

影响，且具有实时性，已被广泛用于流程工

业［１２－１３］。磨矿流程和其他流程工业一样，采集的

数据具有高维度、强耦合、高冗余，即数据量大、

质量差、信息量少等特点。目前处理这类数据的

方法主要分为两类：一类是结合多元统计学分析

法的机器学习算法。多元统计学分析法用于关键

特征提取，机器学习算法实现数据非线性拟合。

常用的多元统计学特征提取算法主要有主成分分

析法（ｐｒｉｎｃｉｐｌｅｃｏｍｐｏｎｅｎｔｒｅｇｒｅｓｓｉｏｎ，ＰＣＲ）、基于
核函数的主成分分析法（ｋｅｒｎｅｌｐｒｉｎｃｉｐｌｅｃｏｍｐｏｎｅｎｔ
ｒｅｇｒｅｓｓｉｏｎ，ＫＰＣＡ）、偏最小二乘回归（ｐａｒｔｉａｌｌｅａｓｔ
ｓｑｕａｒｅｓｒｅｇｒｅｓｓｉｏｎ，ＰＬＳＲ）、基于核函数的偏最小
二乘回归（ｋｅｒｎｅｌｐａｒｔｉａｌｌｅａｓｔｓｑｕａｒｅｓｒｅｇｒｅｓｓｉｏｎ，
ＫＰＬＳＲ）等，ＫＰＬＳＲ首先将原始变量空间进行非线
性函数投影到高维空间，然后在高维空间中，原

始变量的非线性关系转化为高维空间变量的线性

关系，从而通过在高维空间采用线性ＰＬＳＲ进行特
征提取。该方法虽然解决了 ＰＣＲ和 ＰＬＳＲ无法处
理非线性问题的缺点，但当样本量过大时，会出

现“维数灾难”问题［１４－１５］。另一类是直接采用深度

学习算法。相对于多元统计学算法，深度学习更

适合处理数据量大问题。深度学习作为人工智能

领域近些年来发展最快的学科，其在众多复杂问

题上表现出超强分析能力。目前常用的深度学习算

法主要包括堆栈自编码（ｓｔａｃｋｅｄａｕｔｏｅｎｃｏｄｅｒｓ，
ＳＡＥ）、深度置信网络（ｄｅｅｐｂｅｌｉｅｆｎｅｔｗｏｒｋｓ，ＤＢＮ）
和深度卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ，
ＣＮＮ）［１６－１９］，其主流应用是模式识别问题，例如
文字处理、图像语音识别等。但在工业领域，特

别是在过程监测和软测量方面，鲜少有相关的研

究和应用。

本文在详细分析基于核函数的偏最小二乘算

法（ＫＰＬＳＲ）和对战自编码算法（ＳＡＥ）两种可提取
关键特征算法机理的基础上，基于采集的磨矿数

据对 ＫＰＬＳＲ、基于高斯函数的径向基神经网络
（ｇａｕｓｓｉａｎ ｒａｄｉａｌｂａｓｉｓｆｕｎｃｔｉｏｎ ｎｅｕｒａｌｎｅｔｗｏｒｋ，
Ｇａｕｓｓｉａｎ＿ＲＢＦＮＮ）和 ＳＡＥ算法进行了多组训练测
试，最终以性能最好的模型作为矿石可磨度的预

测模型，以实现矿石可磨性的在线识别，及时反

馈生产控制。

１　矿石磨矿过程分析

矿石磨矿过程承接着碎矿和浮选两个工序，

是碎矿工序的延续，是浮选工序前的最后一道工

４８
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序。磨矿的目的是使矿石中有用矿粒与脉石部分

或全部分离达到单体状态的同时，又要防止出现

“过磨”和“欠磨”现象，达到浮选需要的颗粒大小的

要求。磨矿过程一般采用由球磨机与分级设备形成

闭路流程，图１展示了典型的一段闭路磨矿分级流
程，设备主要包括球磨机、旋流器和砂泵池等。

图１　典型矿石磨矿分级流程

Ｆｉｇ１　Ｇｒａｄｉｎｇｐｒｏｃｅｓｓｏｆｔｙｐｉｃａｌｏｒｅｇｒｉｎｄｉｎｇ

生产中，矿石磨矿分级过程的主要影响因素

包括：矿石自身的性质、入磨给料粒度、磨机尺

寸规格、磨机转速率、钢球密度、尺寸和配比、

装球量和补球制度、下料量、料球比和装料量、

磨矿浓度和黏度等，这些影响因素之间具有很强

的耦合性。例如，磨机入口处的原矿下料量、给

水量、返砂量中任何一个量的改变都会引起磨矿

浓度的改变，因而又影响分级入口加水量，反过

来引起返砂量和返砂浓度的变化。图２展示了这
些因素之间的相互关系，其中矿石自身性质尤其

是可磨性直接影响磨矿分级效率，是影响磨矿作

业的关键因素。

图２　矿石磨矿分级工艺影响因素关系

Ｆｉｇ２　Ｒｅｌａｔｉｏｎｓｈｉｐｂｅｔｗｅｅｎｔｈｅｉｎｆｌｕｅｎｃｉｎｇｆａｃｔｏｒｓ

ｏｆｏｒｅｇｒｉｎｄｉｎｇａｎｄｇｒａｄｉｎｇｐｒｏｃｅｓｓ

２　数据驱动的矿石可磨性智能识别方法

矿石可磨度与该流程的设备参数、操作参数

和矿石参数之间的关系错综复杂。为了提高分析

准确性，需要采集磨矿过程中尽可能多的参数类

型。根据专家经验，操作参数主要采集给矿量、

给水量、介质量（加球量）、返砂流量和粒度；设

备参数主要采集磨机的转速和功率；磨矿产品参

数主要采集排矿粒度；另外，矿石性质如粒度和

品位也是关键采集数据。图３展示了基于数据驱
动的矿石可磨性智能识别方法的结构。

图３　数据驱动的矿石可磨性智能识别方法结构示意

Ｆｉｇ３　Ｓｔｒｕｃｔｕｒｅｏｆｄａｔａｄｒｉｖｅｎｉｎｔｅｌｌｉｇｅｎｔｉｄｅｎｔｉｆｉｃａｔｉｏｎ

ｍｅｔｈｏｄｆｏｒｏｒｅｇｒｉｎｄａｂｉｌｉｔｙ

３　智能算法原理分析

３１　基于核函数的偏最小二乘算法（ＫＰＬＳＲ）
核方法具有较好的模型泛化能力，能够有效

克服欠拟合和过拟合问题，其将原始变量空间进

行非线性函数投影到高维空间，在高维空间中，

原始变量的非线性关系转化为高维空间变量的线

性关系，从而通过在高维空间采用线性 ＰＣＡ和
ＰＬＳＲ等方法进行特征提取。

目前最常用的核函数是高斯核函数，其表达

式如下：

ｋ（ｘ，ｙ）＝ｅｘｐ －‖ｘ－ｙ‖
２

２σ( )２ （１）

式中：σ参数决定了高斯核函数的宽度。
样本集Ｘｌ×ｎ的核函数映射计算如下：

Ｋ（Ｘ，Ｘ）＝

ｋ（ｘ１，ｘ１） ｋ（ｘ１，ｘ２） … ｋ（ｘ１，ｘｌ）

ｋ（ｘ２，ｘ１） ｋ（ｘ２，ｘ２） … ｋ（ｘ２，ｘｌ）

   

ｋ（ｘｌ，ｘ１） ｋ（ｘｌ，ｘ２） … ｋ（ｘｌ，ｘｌ













）

（２）
式中：ｘｉ∈Ｘｌ×ｎ，ｉ＝１，２，３，…ｌ。

５８
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样本集被映射到高维空间后，采用ＰＬＳＲ提取
关键特征，具体步骤：

（１）对映射后的高维数据集 Ｘｌ×ｌ和目标数据
集Ｙｌ×１进行中心化或标准化处理。

（２）求主成分对。设 Ｘ与 Ｙ的第一个主成分
轴向量分别为ω１与ｃ１，由该轴计算得到的Ｘ与Ｙ
的第一个主成分：

ｔ１＝Ｘ×ω１
ｕ１＝Ｙ×ｃ１ （３）
为了ｔ１与 ｕ１之间的相关性最大，设目标函

数为

ｍａｘ［ρ（ｔ１，ｕ１）＝
ｃｏｖ（ｔ１，ｕ１）
σｔ１σｕ１

］ （４）

由此可得，ｔ１和ｕ１之间协方差越大，各自的
方差越小，可满足该目标函数。

然后根据拉格朗日乘子的方法可以求出ω１和

ｃ１，最后可解的，ω１是对称矩阵 Ｘ
ＴＹＹＴＸ的最大

特征值对应的特征向量，ｃ１是 Ｙ
ＴＸＸＴＹ的最大特

征值对应的特征向量。

（３）求解矩阵 ＸＴＹＹＴＸ和 ＹＴＸＸＴＹ和的特征
值及特征向量

令Ｒ＝ＸＴＹＹＴＸ （５）
式中：λ１，λ２，…，λｂ为 Ｒ的 ｂ个特征根，对方
程组Ｒ×ｐ＝λｐ进行求解，得到 Ｐ１，Ｐ２，…，Ｐｂ
为λ１，λ２，…，λｂ对应的特征向量。

令Ｑ＝ＹＴＸＸＴＹ，
｜Ｑ－λＩｄ｜＝０ （６）

式中：λ１，λ２，…，λｄ为 Ｑ的 ｄ个特征根，对方
程组Ｑ×ｓ＝λｐ进行求解，得到Ｓ１，Ｓ２，…，Ｓｄ为

λ１，λ２，…，λｄ对应的特征向量。
（４）主成分的计算
Ｔ＝Ｘｉ×Ｐｊ
Ｕ＝Ｙｉ×Ｓｋ （７）
（５）主成分贡献率的计算。
ＣＰＶ法是基于特征值获取各主成分的方差贡献

率，用来体现主成分表达原数据的能力，越大越好。

ＳＣＰＶｉ ＝
λｉ

∑
ｎ

ｉ＝１
λｉ

（８）

式中：ＳＣＰＶｉ是第ｉ个主成分的方差贡献率；λｉ是第
ｉ个主成分所对应的特征值。

（６）求第一主成分对之间的线性拟合模型，
判断偏差是否满足拟合需求，不满足，则继续提

取第二主成分对。

３２　堆栈自编码算法（ＳＡＥ）
堆栈自编码（ＳＡＥ）是多个自编码模型多级串

联起来的结构，每一个自编码模型又包含编码器

和解码器两个结构，通过这个结构模型可以提取

高维度强耦合工业过程数据的高阶特征，最后利

用归回模型拟合提取的关键特征与目标参数之间

的关系。其结构如图４所示。

图４　ＳＡＥ深度学习模型结构

Ｆｉｇ４　ＤｅｅｐｌｅａｒｎｉｎｇｍｏｄｅｌｓｔｒｕｃｔｕｒｅｏｆＳＡＥ

图４中，ＡＥ１和ＡＥ２的具体结构如图５所示。

（ａ）ＡＥ１的具体结构；（ｂ）ＡＥ２ＡＥｋ的具体结构

图５　每一层ＡＥ的具体结构

Ｆｉｇ５　ＳｐｅｃｉｆｉｃｓｔｒｕｃｔｕｒｅｏｆｅａｃｈＡＥｌａｙｅｒ
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　　ＡＥ１的输入为多个工业过程数据 Ｘ＝（ｘ１，
ｘ２，…，ｘｎ），ＡＥ１的隐层Ｈ中每一个节点ｈ＝ｆ（ωｘ＋

ｂ），经过每一层 ＡＥ都会提取出相应的特征 Ｈ１＝
（ｈ１１，ｈ

１
２，…，ｈ

１
ｎ），隐层Ｈ是对输入数据的特征提取

数据，模型的学习目标是使输入向量 Ｘ与输出向

量 槇Ｘ的均方差最小，其原理就是让提出的特征经
过解码能尽可能的还原数据，其目标函数如下。

Ｔ＝ｍｉｎ∑
ｎ

ｉ＝１
‖ｘ槇ｉ－ｘｉ‖

２／２( )ｎ （９）

式中：ｎ为输入变量的个数。
当多个自编码模型多级串联起来构成堆栈自

编码（ＳＡＥ），网络的训练分为两个步骤：无监督
预训练和有监督的调整过程。

在无监督训练过程中，每一层ＡＥ顺序单独训
练，当ＡＥ１训练完，获得初始的｛Ｗ

１，ｂ１｝，ＡＥ２的

输入为ＡＥ１隐层的输出 Ｈ
１＝（ｈ１１，ｈ

１
２，…，ｈ

１
ｎ），ＡＥ２

的学习过程是以 Ｈ１为输入和输出的自学习过程，
同时提取出新的特征Ｈ２＝（ｈ２１，ｈ

２
２，…，ｈ

２
ｍ），获得初

始的｛Ｗ２，ｂ２｝，以此类推直到 ＡＥｋ层，输出原数
据的高层次特征，且获得网络所有的初始参数。

有监督反向学习过程，在 ＳＡＥ的最后堆叠一
个无隐层的双层 ＦＦＮＮ实现与目标参数的拟合，
整个网络的训练类似多隐层 ＢＰ神经网络，ＡＥ层
的网络初始参数采用预训练获取的网络参数，双

层ＦＦＮＮ的网络参数采用随机值，以网络输出与
目标参数的偏差反向调整网络的连接权值，直到

满足训练条件。如图 ６所示，其中，Ｈｋ＝（ｈｋ１，

ｈｋ２，…，ｈ
ｋ
ｍ）为第ｋ个ＡＥ层提取的特征数据。

图６　ＳＡＥ深度学习算法拟合层

Ｆｉｇ６　ＦｉｔｔｉｎｇｌａｙｅｒＳＡＥｄｅｅｐｌｅａｒｎｉｎｇａｌｇｏｒｉｔｈｍ

４　智能算法测试与对比

４１　数据集预处理与分析
磨矿过程的数据采集，除了从 ＤＣＳ系统采集

的生产数据，例如给矿量、给水量、磨机功率等，

还包括统计数据：处理量、钢球添加量；检化验

数据：溢流粒度、相对可磨度等，这些数据采样

周期不统一、检化验数据与生产数据时滞不确定，

采集数据因各种原因存在空值、负值、零值等问

题，需要经过预处理技术，以确保准确、高效或

有意义的分析。对于数据采样周期不统一的问题，

这里以最大周期的标准，将所有的数据处理为该

采样周期；对于检化验数据与生产数据时滞不确

定问题，主要按照现场经验拉齐时间轴，例如取

溢流检化验数据对应半小时前的生产数据；对于

含空值、负值、零值等数据集，首先利用取空值

算法去除数据集中所有含空值的样本，然后再采

用相关离群点去除算法，去除数据集中所有含离

群点的样本，目前有多种离群点的判定方法，本

研究的离群值定义为与中位数相差超过３倍换算
ＳＭＡＤ的元素，即超过３倍 ＳＭＡＤ值的样本被认为是
离群样本。

ＳＭＡＤ＝ｃ×ｍｅｄｉａｎ（｜Ａ－ｍｅｄｉａｎ（Ａ）｜）

ｃ 槡＝－１／２×ｅｒｆｃｉｎｖ（３／２） （１０）
式中：Ａ代表原始样本集；ｍｅｄｉａｎ（）函数是求解
样本集中位数的函数；ｅｒｆｃｉｎｖ（）是反误差函数。

图７和图８展示了加水量和溢流粒度部分数
据集的预处理结果，溢流粒度是指磨矿细度为

００７５ｍｍ的粒级占比。
最后，对采集工况对应的矿石可磨性检测数

据的分布进行详细的分析，包括可磨性均值、方

差、标准差和离散系数等，结果如表１所示。样
本数据的分布合理性，对预测模型的评估影响很

大。从表 １数据可以看出，矿石可磨度均值在
１３３７７４，离散系数为０１４７９，采集样本离散度
满足需求。

表１　矿石可磨性样本数据分析

Ｔａｂｌｅ１　Ｓａｍｐｌｅｄａｔａａｎａｌｙｓｉｓｏｆｏｒｅｇｒｉｎｄａｂｉｌｉｔｙ

均值 方差 标准差 离散系数

１３３７７４ ３９１４４ １９７８５ ０１４７９

４２　算法对比
本文对比了 ＫＰＬＳＲ、Ｇａｕｓｓｉａｎ＿ＲＢＦＮＮ和 ＳＡＥ

等算法在预测矿石可磨性方面的性能，性能指标

主要包括均方根误差（ＳＲＭＳＥ）、预测值与目标值的
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１—离群点；２—预处理后。

图７　预处理后的加水量数据

Ｆｉｇ７　Ｄａｔａｏｆｗａｔｅｒａｆｔｅｒｐｒｅｐｒｏｃｅｓｓｉｎｇ

１—离群点；２—预处理后。

图８　预处理后的溢流数据

Ｆｉｇ８　Ｏｖｅｒｆｌｏｗｄａｔａａｆｔｅｒｐｒｅｐｒｏｃｅｓｓｉｎｇ

相关系数 Ｒ、决定系数 Ｒ２、平均相对误差 ＳＭＲＥ、
相对误差率小于５％的命中率 ＳＨｉｔｒａｔｅ５和相对误差率
小于１０％的命中率ＳＨｉｔｒａｔｅ１０，具体如下。
４２１　ＫＰＬＳＲ的预测结果

ＫＰＬＳＲ采用 ｇａｕｓｓ核函数，其中参数 σ设置
为１，通过试凑法设置ＫＰＬＳＲ的主成分对，得到３
组结果较好的预测模型，如表２所示。由表２可
知，当主成分对为 ６时，模型的预测性能最好，
虽然５％误差的命中率稍低于１０主成分对的模型，

但预测值与目标值的相关性Ｒ接近０５。说明预测
值的随机性小，跟随性好，因此这里认为当主成

分对为６时，能获得最好的 ＫＰＬＳＲ模型来预测矿
石的可磨性。

４２２　Ｇａｕｓｓｉａｎ＿ＲＢＦＮＮ的预测结果
用基于高斯函数的 ＲＢＦＮＮ来预测矿石可磨

度，只有在节点数为２时有测试结果，且５％偏差
的命中率有７３９％，其他组数的网络节点都遇到
了奇异矩阵的问题，如表３所示。

表２　ＫＰＬＳＲ的测试结果

Ｔａｂｌｅ２　ＴｅｓｔｒｅｓｕｌｔｓｏｆＫＰＬＳＲ

主成分对 ＳＲＭＳＥ Ｒ Ｒ２ ＳＭＲＥ ＳＨｉｔｒａｔｅ５ ＳＨｉｔｒａｔｅ１０

１０ ０６３３９２０ ０３６５８１６ －０１７７８８０ ００３７４１２ ０８２６０８７ ０９１３０４３

６ ０３９６５５５ ０４９４５７６ ０２２７３４３ ００２３５０９ ０７８２６０９ １０００

１４ ０６７７１０６ ０４６４４２６ ００２９６４２ ００４０１６８ ０７８２６０９ ０８６９５６５

表３　Ｇａｕｓｓｉａｎ＿ＲＢＦＮＮ的测试结果

Ｔａｂｌｅ３　ＴｅｓｔｒｅｓｕｌｔｓｏｆＧａｕｓｓｉａｎ＿ＲＢＦＮＮ

节点 ＳＲＭＳＥ Ｒ Ｒ２ ＳＭＲＥ ＳＨｉｔｒａｔｅ５ ＳＨｉｔｒａｔｅ１０

２ ０７２７５０６ －０１０９６３ －１５５２２４ ００３８２１９ ０７３９１３ ０８６９５６５
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４２３　ＳＡＥ的预测结果
试验测试了３种结构，一层自编码 ＋ＦＦＮＮ，

二层自编码 ＋ＦＦＮＮ，三层自编码 ＋ＦＦＮＮ，结果
如下表４～６所示。

从表４～６可以看出，一层自编码 ＋ＦＦＮＮ中
３∶２的结构获得了最佳预测结果。表７对比了３种

算法的最佳结果。由表７可以看出，ＳＡＥ算法在
应对复杂工业数据上更具有优势。

为了进一步验证 ＳＡＥ网络的性能，将数据集
原来的７∶３划分改为６∶４和８∶２，测试结果如表８
所示。由表８可知，测试结果验证了 ＳＡＥ算法的
稳定性。

表４　ＳＡＥ的测试结果（一层自编码＋ＦＦＮＮ）

Ｔａｂｌｅ４　ＴｅｓｔｒｅｓｕｌｔｓｏｆＳＡＥ（ｏｎｅＡＥｌａｙｅｒ＋ＦＦＮＮ）

网络结构 ＳＲＭＳＥ Ｒ Ｒ２ ＳＭＲＥ ＳＨｉｔｒａｔｅ５ ＳＨｉｔｒａｔｅ１０

３∶６ ０７２６３９７ ０２１７９３５ ００１９０２１ ００４４２４０ ０６９５６５２ ０９１３０４３

３∶４ ０５１４８８７ ０３４１３６３ －０１５４１８０ ００２８１６４ ０８６９５６５ ０９５６５２２

３∶２ ０４５５１４０ ０５７１８８２ ０３３８０６０ ００２５７５０ ０９５６５２２ ０９５６５２２

４∶２ ０６５５３４１ ０２５３７８０ ００５６９３７ ００３７８８５ ０８２６０８７ ０９１３０４３

２∶２ ０６６２２９４ ０１１９５８０ －０１０３２００ ００３７２７９ ０８２６０８７ ０９１３０４３

４∶３ ０５９０５３２ ０２３２５２８ －００９０６６０ ００３４１３６ ０８２６０８７ １００００００

表５　ＳＡＥ的测试结果（二层自编码＋ＦＦＮＮ）

Ｔａｂｌｅ５　ＴｅｓｔｒｅｓｕｌｔｓｏｆＳＡＥ（ｔｗｏＡＥｌａｙｅｒｓ＋ＦＦＮＮ）

网络结构 ＳＲＭＳＥ Ｒ Ｒ２ ＳＭＲＥ ＳＨｉｔｒａｔｅ５ ＳＨｉｔｒａｔｅ１０

４∶２∶４ ０５１１５２５ ０２２５４４６ ００１５５２１ ００２９５９５ ０９１３０４３ ０９５６５２２

４∶２∶６ １０５２９９９ ０１８６７１７ －３１７１８５０ ００７０９６４ ０３０４３４８ ０７３９１３０

４∶２∶２ ０６３７２３０ ０２７２６７９ －００１３３１０ ００３６６６７ ０９１３０４３ ０９１３０４３

３∶２∶２ ０５８３４４５ ０３８９５５８ ００５０７１３ ００３５５８３ ０８６９５６５ ０９５６５２２

３∶２∶４ ０４１４６６２ ００１３５２２ －０３２５９６０ ００２６１５０ ０９１３０４３ １００００００

３∶２∶６ ０８２９１６７ ０３３１２７５ ０００２９９４ ００４６８８１ ０６９５６５２ ０９１３０４３

表６　ＳＡＥ的测试结果（三层自编码＋ＦＦＮＮ）

Ｔａｂｌｅ６　ＴｅｓｔｒｅｓｕｌｔｓｏｆＳＡＥ（ｔｈｒｅｅＡＥｌａｙｅｒｓ＋ＦＦＮＮ）

网络结构 ＳＲＭＳＥ Ｒ Ｒ２ ＳＭＲＥ ＳＨｉｔｒａｔｅ５ ＳＨｉｔｒａｔｅ１０

４∶３∶２∶２ ０７５０７１４ ０２３５５０６ －０００００１２ ００４１３３４ ０８２６０８７ ０９１３０４３

表７　３种算法最佳结果对比

Ｔａｂｌｅ７　Ｃｏｍｐａｒｉｓｏｎｏｆｔｈｅｂｅｓｔｒｅｓｕｌｔｓｏｆｔｈｒｅｅａｌｇｏｒｉｔｈｍｓ

算法 网络结构 ＳＲＭＳＥ Ｒ Ｒ２ ＳＭＲＥ ＳＨｉｔｒａｔｅ５ ＳＨｉｔｒａｔｅ１０

ＳＡＥ ３∶２ ０４５５１４０ ０５７１８８２ ０３３８０６０ ００２５７５０ ０９５６５２２ ０９５６５２２

ＫＰＬＳＲ ６ ０３９６５５５ ０４９４５７６ ０２２７３４３ ００２３５０９ ０７８２６０９ １００００００

Ｇａｕｓｓｉａｎ＿ＲＢＦＮＮ ２ ０７２７５０６ －０１０９６３０ －１５５２２４００ ００３８２１９ ０７３９１３０ ０８６９５６５

表８　ＳＡＥ预测结果（６∶４）

Ｔａｂｌｅ８　ＴｈｅｒｅｓｕｌｔｓｏｆＳＡＥ（６∶４）

算法 网络结构 数据集划分 ＳＲＭＳＥ Ｒ Ｒ２ ＳＭＲＥ ＳＨｉｔｒａｔｅ５ ＳＨｉｔｒａｔｅ１０

ＳＡＥ ３∶２ ６∶４ ０６８５８３６ ０４４５１５０ ０３１６６４０ ００４２７６０ ０６４５１６１ ０９３５４８４

ＳＡＥ ３∶２ ８∶２ ０５０８８７７ ０７１３９０５ ０３７２９８４ ００２８６５０ ０９４１１７６ １００００００

９８
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　　综上，将ＳＡＥ最佳训练模型应用于铁矿石可
磨度的智能识别。根据选定的 ３０％的测试数据，
预测的矿石可磨度与实际检测值的平均绝对误差

百分比仅为２５１％，偏差５％以内的预测命中率
可达９３３３％。具体展示结果见图９。

１—预测值；２—检测值。

图９　可磨度测试集的识别效果

Ｆｉｇ９　Ｒｅｃｏｇｎｉｔｉｏｎｅｆｆｅｃｔｏｆｇｒｉｎｄａｂｉｌｉｔｙｔｅｓｔｓｅｔｓ

５　矿石可磨度智能识别系统和应用效果

５１　矿石可磨度智能识别系统
在线识别主要实现生产数据的动态展示和相

应矿石可磨度的预测，其展示效果如图１０所示。
该区域上方为加水量、给矿量、磨机电流、

磨机功率的历史数据折线图，最大显示数据量为

８００条，该区域内可以使用鼠标进行拖动、缩放等
查看操作，鼠标悬停可以查看该时间点的具体数

值。该区域下方为当前时刻的加水量、给矿量、

磨机电流、磨机功率、溢流粒度、钢球单耗、可

磨度预测的数值，以及当前数据的时间。

５２　工业化应用效果
对系统应用生产线上入磨机前矿石进行了不

定期采样，在实验室测定其Ｂｏｎｄ功指数，并与系
统智能识别结果进行对比，对比结果如表９所示。
由表９可知，与３０批次的生产线上矿石可磨度测
定结果相比，智能识别系统给出的矿石可磨度绝对

值误差平均为 ０６１ｋＷ·ｈ／ｔ，平均误差率约为
４７９％，基本满足矿石可磨度智能识别的预期目标。

表９　智能识别系统结果分析

Ｔａｂｌｅ９　Ａｎａｌｙｓｉｓｒｅｓｕｌｔｓｏｆｉｎｔｅｌｌｉｇｅｎｔｒｅｃｏｇｎｉｔｉｏｎｓｙｓｔｅｍ

序号
可磨度

（化验值）

可磨度

（预测值）

绝对

误差值

绝对

误差率／％

１ １３４２ １３５９ ０１７４４ １３０

２ １３１５ １２８６ ０２８９１ ２２０

３ １２９６ １３０６ ００９５４ ０７４

４ １２０９ １３３８ １２８９１ １０６６

５ １２６８ １３６４ ０９５６３ ７５４

６ １３２９ １２８１ ０４８０４ ３６１

７ １２９７ １２６３ ０３４２５ ２６４

８ １２０２ １２４５ ０４２５１ ３５４

９ １２７５ １２８１ ００６４６ ０５１

图１０　矿石可磨度智能识别系统界面

Ｆｉｇ１０　Ｓｙｓｔｅｍｉｎｔｅｒｆａｃｅｏｆｏｒｅｇｒｉｎｄａｂｉｌｉｔｙｉｎｔｅｌｌｉｇｅｎｔｉｄｅｎｔｉｆｉｃａｔｉｏｎ

０９

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表９（续）

序号
可磨度

（化验值）

可磨度

（预测值）

绝对

误差值

绝对

误差率／％

１０ １１８５ １２５１ ０６５７３ ５５５

１１ １１６９ １３１６ １４６７３ １２５５

１２ １１６９ １３３３ １６４０９ １４０４

１３ １３５１ １３３５ ０１６３１ １２１

１４ １４００ １３１６ ０８３８２ ５９９

１５ １３１２ １２７２ ０４０１９ ３０６

１６ １３６０ １３３１ ０２８９１ ２１３

１７ １２９１ １４２２ １３１２１ １０１６

１８ １２６７ １３５７ ０８９７８ ７０９

１９ １２８０ １４０４ １２３９４ ９６８

２０ １２７０ １３８８ １１８０９ ９３０

２１ １４０１ １３７７ ０２４４３ １７４

２２ １３１４ １３２７ ０１３０２ ０９９

２３ １３４７ １３２７ ０１９８８ １４８

２４ １３６１ １３２６ ０３４６１ ２５４

２５ １２６４ １２９１ ０２６６６ ２１１

２６ １３０１ １３５２ ０５１２８ ３９４

２７ １３５９ １３７５ ０１６３７ １２０

２８ １３７９ １３４５ ０３３５９ ２４４

２９ １３３４ １２５６ ０７７６６ ５８２

３０ １３６６ １２５６ １０９６６ ８０３

平均 — — ０６０９２ ４７９

６　结　论

（１）通过对磨矿过程的详细分析，得出磨矿

过程运行指标的变化能从一定程度上反应矿石可

磨度变化的结论，但磨矿过程是一个循环连续的

过程，引起运行指标变化的因素很多，各因素间

相互耦合严重，很难从机理的角度理顺各参数的

变化与矿石可磨度之间的因果关系。

（２）提出了以数据驱动的矿石可磨性智能识
别方法的整体结构，并着重分析了 ＫＰＬＳＲ和 ＳＡＥ
两种可提取关键特征的算法机理。以实际采集的

磨矿过程数据为样本，经过预处理后用于多种智

能算法的训练测试，通过每个算法的多组试验得

到该算法的最佳模型，然后再进行算法间的比较，

算法性能采用多指标评估，最终 ＳＡＥ算法在矿石
可磨性的预测中表现出最好的性能。

（３）矿石可磨性智能识别系统选择测试试验
中性能最佳的算法结构作为在线识别模型，在工

业化应用中，达到了矿石可磨度智能识别的需求。

（４）生产数据驱动的矿石可磨度智能识别技
术，作为软测量预测识别工业化应用的一个成功

案例，其共性技术可以拓展到其他应用场景，解

决同类型参数长期无法在线获取的难题。
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