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基于改进 ＭａｓｋＲＣＮＮ的矿石类型检测算法
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摘要：针对不同的矿石类型进行选矿工艺参数设置和操作有利于保障精矿质量，提高回收率和降低物资消耗。由

于缺乏矿石类型实时检测有效手段，选矿过程的精准操作目前较难实现。为此，本文提出一种全面改进的 Ｍａｓｋ

ＲＣＮＮ矿石类型检测算法。算法步骤：① 使用ＲｅｓＮｅｔＶ１ｄ５０提取矿石图像各阶段的特征图，并在主干网络中加

入可变形卷积以便增强异形矿石的特征；② 改进ＦＰＮ，通过在主干网络的Ｃ５特征层加入特征残差模块，并融合到

Ｐ５特征层，得到具有更强语义信息的多尺度特征图；③ 改进ＲＰＮ，设计自适应的正样本ＩＯＵ选取方案来匹配宽高

比异常的矿石，进一步提高异形矿石的识别精度；④ 在ＲｏＩＡｌｉｇｎ网络基础上加入 ＧｌｏｂａｌＣｏｎｔｅｘｔ，以提高小矿石的

检测能力；⑤ 在数据增强和训练技巧方面对模型进行改进。结果表明，本文算法的平均精度为６７９２％，平均交并

比为６３５４％，分别比基准模型提高了１３６７％和９７１％。本文研究方法在矿石类型识别领域具有较好的应用价值。
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　　在矿物加工领域，识别不同的矿石类型以及
计算其混合比例对精矿质量的控制起着至关重要

的作用。传统的岩性识别主要依靠专业人员制备

岩石薄片对标本进行分析［１］，然而，这种方法工

作量大、时间周期长，无法满足选矿生产实时检

测的要求，容易导致精矿品位波动大、尾矿品位

高。为了提高矿山低品位矿产资源的利用率，并

确保选矿过程中精矿品位的稳定性，首先要解决

矿石类型的自动识别问题。近年来，随着计算机

图像处理技术，特别是深度学习的快速发展，岩

石种类识别方法取得了较大进展。如：程国建

等［２］利用卷积神经网络自动提取薄片显微图像特

征，构建了岩石颗粒自动分类网络，实现了真实

样品的自动识别，取得了良好的应用效果；此外，

为减少岩石薄片图像鉴定的主观性，将卷积神经

网络应用到岩石薄片图像检索中，避免了传统岩

石薄片鉴定的主观性［３］；张野等［４］建立了基于

Ｉｎｃｅｐｔｉｏｎｖ３的岩石图像深度学习迁移模型，该模
型能够有效识别和分类花岗岩、千枚岩和角砾岩；

冯雅兴等［５］提出了一个能兼顾岩石全局图像信息

和局部纹理信息的孪生卷积神经网络，实现了具

有新鲜面的岩石图像自动识别；柳小波［６］等则利

用ＦａｓｔｅｒＲＣＮＮ深度学习框架，成功识别了橄榄
岩、玄武岩、大理岩、片麻岩、砾岩、石灰岩等

多种岩石图像，解决了多岩石混合场景下无法区

分识别岩石种类的难题。

目前岩石识别方法主要以岩石薄片数字图像

为分析对象，很少直接采用原始岩石图像作为数

据来源，因此所得的识别模型很少能直接应用到

生产实践当中。本文通过对ＭａｓｋＲＣＮＮ网络的全
面改进，采用改进的 ＲｅｓＮｅｔＶ１ｄ和加入特征残差
模块的特征金字塔（ｆｅａｔｕｒｅｐｙｒａｍｉｄｎｅｔｗｏｒｋ，ＦＰＮ）
作为图像特征提取网络，得到更强语义信息的多

尺度特征图；在区域提交网络（ｒｅｇｉｏｎｐｒｏｐｏｓａｌ
ｎｅｔｗｏｒｋ，ＲＰＮ）中，设计自适应的样本交并比
（ｉｎｔｅｒｓｅｃｔｉｏｎｏｖｅｒｕｎｉｏｎ，ＩＯＵ）选取方案，以匹配
宽高比异常的矿石，同时在 ＲｏＩＡｌｉｇｎ中加入全局
语境以提高对小矿石的检测能力，最后将模型应

用到选矿实际生产场景中，为解决实际应用问题

提供参考。

１　矿石类型自动识别检测算法流程

本文提出的皮带上矿石类型自动识别方法包

括三个核心步骤：① 样本集制备：采集皮带上矿
石影像数据，进行标注、双边滤波、Ｚｓｃｏｒｅ标准
化、图像增广等处理，形成样本集；② 模型训

练：进行全面改进ＭａｓｋＲＣＮＮ网络训练，将样本
集输入模型得到检测结果；③ 后优化处理：采用
随机权重融合方法集成预测，提高矿石类型识别

精度。皮带上矿石类型识别流程如图１所示。

图１　皮带上矿石类型检测流程

Ｆｉｇ１　Ｆｌｏｗｃｈａｒｔｏｆｏｒｅｔｙｐｅｄｅｔｅｃｔｉｏｎｏｎｂｅｌｔ

２　模型设计

２１　ＭａｓｋＲＣＮＮ模型
目标检测是计算机视觉领域的一项重要任务，

通常可以分为单阶段检测和二阶段检测两大类。

其中，单阶段检测算法包括ＹＯＬＯ、ＳＳＤ、ＲｅｔｉｎａＮｅｔ
等，具有速度快、结构简单的特点，但其精度较
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低［７］；而二阶段检测网络则从 ＦａｓｔＲＣＮＮ到改进
的ＦａｓｔｅｒＲＣＮＮ，旨在提升检测速度和精度［８－９］。

２０１７年，ＨＥ等［１０］提出了 ＭａｓｋＲＣＮＮ，该算法是
在ＦａｓｔｅｒＲＣＮＮ基础上融入特征金字塔网络以提取
图像的多尺度特征，进一步提升目标检测的精度，

在遥感图像建筑物检测［１１］、水下生物目标识别［１２］

和磨损颗粒识别［１３］、公路裂缝检测［１４］等领域中取

得了令人满意的结果。

２２　改进的ＭａｓｋＲＣＮＮ模型
本文提出的改进 ＭａｓｋＲＣＮＮ由五部分组成，

如图 ２所示。其中，改进的特征提取部分由
ＲｅｓＮｅｔＶ１ｄ５０和特征金字塔网络（ＦＰＮ）组成，区
域提交网络（ＲＰＮ）、分类定位网络（ｂｏｘｈｅａｄ）和
分割网络（ｍａｓｋｈｅａｄ）分别用于提取候选区域，对
目标进行分类和定位，以及对目标个体进行分割

输出。

２２１　特征提取网络改进
改进的特征提取网络如图 ３所示，包含

ＲｅｓＮｅｔＶ１ｄ和特征金字塔网络的改进。为了同时保
证矿石图像特征提取能力和模型运行速度，本文

采用 ＲｅｓＮｅｔＶ１ｄ作为特征提取部分。在改进的
ＲｅｓＮｅｔＶ１ｄ中，对 ＲｅｓＮｅｔ原始结构的一些不合理
之处进行改进，减少了参数和计算量的同时提升

了精度［１５］。具体改进如下。

（１）改进 ＲｅｓＮｅｔ的第一个７×７的卷积结构
（Ｃｏｎｖ１）。与一层７×７卷积相比，Ｉｎｃｅｐｔｉｏｎｖ２采
用三层３×３卷积，可以减少参数量和计算量，并
且能够达到与一层 ７×７卷积相当的感受野
（ｒｅｃｅｐｔｉｖｅｆｉｅｌｄ），同时提升了非线性表现。因此，
本文将第一个 ７×７卷积替换为三层 ３×３卷积，
并将前两层卷积层的通道数减半，进一步减少参

数量，具体的网络结构如图３（ａ）所示。
（２）改进下采样模块。在原始的 ＲｅｓＮｅｔ中，

下采样是通过具有步长为 ２的 １×１卷积来实现
的。然而，这样的下采样会导致网络丢失３／４的
特征信息。为了解决这个问题，本文使用了３×３

图２　改进的ＭａｓｋＲＣＮＮ网络框架

Ｆｉｇ２　ＩｍｐｒｏｖｅｄＭａｓｋＲＣＮＮｎｅｔｗｏｒｋｆｒａｍｅｗｏｒｋ

图３　改进的多尺度特征提取网络

Ｆｉｇ３　Ｉｍｐｒｏｖｅｄｍｕｌｔｉｓｃａｌｅｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎｎｅｔｗｏｒｋ

（注：ｈ、ｗ分别为高度、宽度，ｍ；ｃ为通道数；ｒ为分辨率；Ｎ为偏移采样点的数量，个）
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卷积层来进行下采样，而不会丢失特征图的信息。

同时，在残差支路中，在１×１卷积之前增加了一
个２×２的均值池化操作，进一步提高网络的性
能，如图３（ｂ）所示。

（３）加入可变形卷积。为了增强模型对于异形
矿石的建模能力，引入了可变形卷积（ｄｅｆｏｒｍａｂｌｅ
ｃｏｎｖ）［１６］，如图３（ｄ）所示。可变形卷积是在传统卷
积操作上加入了一个偏移量，从而使卷积变得不规

则。这样的设计能够更好地适应具有不同形状的矿

石，提高模型的识别能力。

２２２　特征金字塔网络改进
本文采用特征金字塔网络（ＦＰＮ）来对改进的

ＲｅｓＮｅｔＶ１ｄ生成的特征图进行处理，得到特征图
｛Ｐ２，Ｐ３，Ｐ４，Ｐ５｝。其中，｛Ｐ２，Ｐ３，Ｐ４｝是经过金字
塔信息融合后包含高层特征的特征层，而Ｐ５是主
干模型的Ｃ５特征层经过１×１卷积降维后得到的
特征层。然而，由于Ｃ５特征层的通道数减少，其
信息损失较大。为了解决这个问题，本文设计了

一个特征残差模块，将 Ｃ５特征层与 Ｍ５特征层逐
像素相加，以补偿其语义信息的损失。

特征残差模块详细结构如图 ３（ｃ）所示。首
先，将主干网络的Ｃ５特征层进行降采样，分别得
到α１×Ｃ５、α２×Ｃ５、α３×Ｃ５大小的特征图，其中

α１、α２、α３分别为 ０１、０２、０３；接下来，通
过使用１×１卷积将自适应均值池化的结果进行降
维，将每个输出的特征通道数变为２５６；然后，将
下采样的特征图通过 ＳＥＮｅｔ中的注意力机制结
构［１７］进行融合，统一上采样成 Ｃ５特征层大小的
宽高，同时保持特征图通道数为２５６；随后，将这
三个特征图拼接在一起，并进行特征图压缩操作，

通过全局均值池化将每个二维特征通道变成一个

实数，使其具有全局感受野，并将输出的维度与

输入的特征通道数相匹配。

使用两个全连接层来捕捉特征通道之间的关

系。首先，第一个全连接层起到降维的作用，然

后，通过ＲｅＬＵ激活函数，再通过一个全连接层恢
复原始的维度；最后，将学习到的各个特征通道

的激活值（通过 Ｓｉｇｍｏｉｄ激活）与原始特征相乘，
得到最终的特征输出。整个过程可以看作是学习

了各个特征通道的权重系数，使得模型对各个通

道的特征具有更好的辨别能力。

２２３　区域提议网络（ＲＰＮ）
在区域提议网络（ＲＰＮ）中，将改进的不同尺

度特征图｛Ｐ２，Ｐ３，Ｐ４，Ｐ５｝传入 ＲＰＮ网络，以获取
一组矩形候选区域。通常情况下，在ＭａｓｋＲＣＮＮ
的ＲＰＮ阶段中，如果 ＩＯＵ大于０７，就将其选为
正样本，如果 ＩＯＵ小于 ０３，则将其选为负样
本［１８］。然而，这种方法存在一些缺点，因为基于

锚点的设置也是一组超参数，一旦参数设定完成，

锚点的大小就固定了。这会导致如果数据集中存

在一些具有异常长宽比的真实标注（ｇｒｏｕｎｄｔｒｕｔｈ，
ＧＴ），就可能无法匹配到这些真实标注，从而导
致漏检或者误检。

针对该问题，本文设计了自适应正样本 ＩＯＵ
选取方案。具体方法：首先，在特征图上铺设预

设的锚点，然后在每个层级的特征图上为图像上

每个ＧＴ选择ｋ个锚点；选取规则是选择距离 ＧＴ
中心点的欧式距离最小的锚点，将这些锚点作为

该ＧＴ的正样本候选集；假设共有 Ｌ个金字塔层
级，则正样本候选集有Ｌ×ｋ个锚点；接下来，计
算该ＧＴ与正样本候选集中所有锚点的ＩＯＵ，并计
算ＩＯＵ的均值ｍｇ和标准差ｖｇ；根据公式ｔｇ＝ｍｇ＋
ｖｇ计算ＩＯＵ阈值；最后，从正样本候选集中选择
大于ｔｇ且锚点中心点落在 ＧＴ内的锚点作为最终
的正样本，将其余的锚点作为负样本。

ＲＰＮ网络的损失函数 Ｌ（｛ｐｉ｝，｛ｔｉ｝）如式（１）
所示，由分类损失函数和回归损失函数构成。分

类损失部分 Ｌｃｌｓ（ｐｉ，ｐｉ）使用 Ｓｉｇｍｏｉｄ和二分类交
叉熵函数进行计算，如式（２）所示；回归损失部分
Ｌｒｅｇ（ｔｉ，ｔｉ）使用 ＳｍｏｏｔｈＬ１（ｘ）函数进行计算，如式
（３）所示。需要注意的是，当锚点被分配为负样本
时，该函数不参与坐标框的回归。

Ｌ（｛ｐｉ｝，｛ｔｉ｝）＝
１
Ｎｃｌｓ∑ｉ Ｌｃｌｓ（ｐｉ，ｐｉ

）＋

λ １Ｎｒｅｇ∑ｉ ｐｉＬｒｅｇ（ｔｉ，ｔｉ
） （１）

Ｌｃｌｓ（ｐｉ，ｐｉ）＝－ｌｏｇ［ｐｉｐｉ ＋（１－ｐｉ）（１－ｐｉ）］
（２）

ｓｍｏｏｔｈＬ１（ｘ）＝
０５ｘ２×１

σ２
　ｉｆ｜ｘ｜＜１

σ２

｜ｘ｜－
{

０５　ｏｔｈｅｒｗｉｓｅ
（３）

８６
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式中：ｐｉ为第 ｉ个锚点预测为真实标签的概率；

ｐｉ为正样本时值为１，为负样本时值为０；λ为权
重系数；Ｎｃｌｓ为一个最小批中的所有样本数量；
Ｎｒｅｇ为锚点位置的个数；ｔｉ为预测第 ｉ个锚点的边

界框回归参数；ｔｉ为第 ｉ个锚点对应的 ＧＴＢｏｘ的
边界框回归参数；ｘ为预测输出和实际标签之间的
差值；σ为阈值参数，用于界定平方损失和线性
损失的切换点。

２２４　感兴趣区域对齐层（ＲｏＩＡｌｉｇｎ）
在感兴趣区域对齐层（ＲｏＩＡｌｉｇｎ）中，本文采用

ＧｌｏｂａｌＣｏｎｔｅｘｔ技巧，将整张特征图作为一个感兴
趣区域（ｒｅｇｉｏｎｏｆｉｎｔｅｒｅｓｔ，ＲｏＩ），并通过均值池化
操作将其压缩到与 ＲｏＩＡｌｉｇｎ处理后的特征图相同
的大小；然后，将这两者拼接在一起，并将辅助

信息传入后续的分类定位网络。

２２５　基于ＤｏｕｂｌｅＨｅａｄ的分类定位网络改进
在ＭａｓｋＲＣＮＮ中分类和检测都用同一个特征

图，但实际上分类任务只需要保证平移和尺度的

不变性，而对于坐标回归任务，需要保证目标位

置和形状的变化反应在特征上，进而回归得到位

置，即平移和尺度的相等性。这样共用一个特征

图就限制了目标检测的性能提升。因此，本文采

取 ＤｏｕｂｌｅＨｅａｄ结构［１９］，除了公用的 ＲｏＩ特征，
使用改结构将分类和坐标回归任务进行解耦。采

用分类任务对两个全连接层进行细化的分类，而

坐标回归任务则采用五个残差模块［类似图３（ｃ）］
来回归目标的位置。采用这样的结构可以进一步

提高目标检测的性能。

损失函数为多分类的交叉熵和 ｓｍｏｏｔｈＬ１（ｘ）损
失函数，其中，多分类交叉熵（Ｌｃｌｓ）如式（４）所示，
ｓｍｏｏｔｈＬ１（ｘ）损失函数如式（３）所示。

　　Ｌｃｌｓ＝∑
Ｎ

ｉ＝１
－ｐｉ×ｌｏｇ（ｐｉ） （４）

２２６　分割网络
ＲｏＩＡｌｉｇｎ层的输出特征图同时输入到分割网

络（ｍａｓｋｈｅａｄ），用于预测分割掩膜。ｍａｓｋｈｅａｄ
采用ＦＣＮ模型对每个输入的１４×１４×２５６维特征
图进行分割。具体操作包括首先进行四个３×３×
２５６的卷积操作，然后将结果输入到反卷积层进行
上采样操作，得到２８×２８×２５６的特征图，使其与

输入的尺寸相同。这样可以得到每个像素属于各个

类别的置信度，从而输出像素级实例分割结果。

Ｍａｓｋ分割网络使用的损失函数也是二分类的
交叉熵函数（Ｌｍａｓｋ），如式（５）所示。

Ｌｍａｓｋ＝－ｙｌｏｇｙ′－（１－ｙ）ｌｏｇ（１－ｙ′） （５）
式中：ｙ′为网络预测结果，取值范围为０～１；ｙ为
真实标签，取值为０或１。
２２７　训练精度提升技巧

本文除了数据增强和改进模型外，还采用以

下三种模型训练技巧来提高准确率。

（１）学习率衰减策略：本文采用 ｇｒａｄｕａｌ
ｗａｒｍｕｐ结合 Ｃｏｓｉｎｅｄｅｃａｙ的学习率衰减策略来使
模型学习的过程更加平滑。前半段采用 ｇｒａｄｕａｌ
ｗａｒｍｕｐ策略，在前２００个迭代周期内将学习率从
０００００４逐渐增加到预设的学习率０００８００，后
半段采用Ｃｏｓｉｎｅｄｅｃａｙ策略，让学习率随着训练过
程曲线下降。

（２）预训练模型使用：由于数据集经过数据
增强后样本量较小，直接进行网络模型训练容易

出现过拟合，因此本文采用 ＣＯＣＯ预训练模型来
初始化原有网络层参数，以加快模型的训练并抑

制模型的过拟合。

（３）模型集成方法：本文采用随机权重平均
（ｓｔｏｃｈａｓｔｉｃｗｅｉｇｈｔａｖｅｒａｇｉｎｇ，ＳＷＡ）方法来得到损
失值更低、泛化性更好的模型［２０］。ＳＷＡ通过在不
同的训练阶段组合相同网络的权重，然后使用这

种组合权重的集成模型进行预测。ＳＷＡ只需要两
个单独的模型，第一个模型 Ｗｓｗａ用来存储模型权
值的平均值，这将在训练结束后得到最终的模型，

并且用于预测；第二个模型Ｗ用于穿越权值空间，
并且使用循环学习率进行探索。

３　试验数据采集及预处理

３１　矿石样本数据采集和标注
本文使用的原始数据来自鞍山某矿山，包括

岩石、赤铁矿、碳酸铁、绿泥石和亚铁五类主要

的矿岩类型，矿石的形态如图４所示。在专家指
导下，首先给各类矿石贴上不同颜色的标签，具

体如下：赤铁矿（红色）、碳酸铁（蓝色）、绿泥石

（绿色）、亚铁（黑色）和岩石（没有贴标签）；然

９６
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（ａ）赤铁矿；（ｂ）绿泥石；（ｃ）亚铁；（ｄ）碳酸铁；（ｅ）岩石

图４　矿石图像示意

Ｆｉｇ４　Ｏｒｅｉｍａｇｅｓｋｅｔｃｈ

后，随机挑选各类矿石混合，将带矿石标签的一

面朝上放置，拍摄一张图片，作为标签图片；接

着，将带标签那一面朝下，其余三面没标签的朝

上拍摄，作为正式数据；最后，利用 Ｌａｂｅｌｍｅ进
行标注，将得到的 ｊｓｏｎ文件转换成 ｃｏｃｏ数据集格
式，形成３６２张标签图片，其中３００张用于训练
集，６２张用于测试集。经过上述处理后，获得带
标注图片，如图５所示。
３２　图像预处理及图像增强

由于现场输送过程存在灰尘，数据中存在一

些模糊情况。本文设计双边滤波去噪算法，并对

图像进行ｚｓｃｏｒｅ标准化操作，以加强模型训练时
的稳定性。为了避免昂贵的数据标记工作，丰富

数据集并提高模型鲁棒性，对标注图片进行数据

增强操作。本文采用多尺度训练、随机左右翻转

和随机９０°旋转等方法对图片进行增强。
３３　试验平台参数

试验运行平台采用ＩｎｔｅｒＥ５－２６４０处理器、两
块 ＮｖｉｄｉａＧＴＸ１０８０Ｔｉ１２ＧＢ显卡，选用 Ｕｂｕｎｔｕ
１６０４操作系统，采用 Ｐｙｔｏｒｃｈ框架进行模型代码

编写。主干网络采用 ＲｅｓＮｅｔＶ１ｄ５０，预训练模型
使用在ＣＯＣＯ数据集上预训练的ＭａｓｋＲＣＮＮ的主
干网络模型。归一化方法采用批归一化（ｂａｔｃｈ
ｎｏｒｍａｌｉｚａｔｉｏｎ）。可变形卷积（ＤＣＮ）在主干模型的
第三至第五阶段，通过将 ｒｅｓｉｄｕａｌｂｌｏｃｋ的中间
３×３卷积替换来实现。

在ＲＰＮ阶段，锚点的基础尺寸（ｂａｓｅ＿ｓｃａｌｅ）设
置为 ８，锚点比例设置为三个比例［０５，１０，
２０］，下采样倍数为［４，８，１６，３２，６４］。ＲｏＩＡｌｉｇｎ
阶段，分类定位网络（ｂｏｘｈｅａｄ）输出的特征图统
一大小为７×７，分割网络（ｍａｓｋｈｅａｄ）输出的特征
图统一大小为２８×２８。

试验共使用两块显卡，分别同时处理两张图

片，因此批次（ｂａｔｃｈ＿ｓｉｚｅ）为４。模型优化方法采
用带动量的小批次随机梯度下降算法，初始学习

率设置为 ０００５，动量参数（ｍｏｍｅｎｔｕｍ）设置为
０９，权重下降参数（ｗｅｉｇｈｔ＿ｄｅｃａｙ）设置为００００１，
模型总共训练轮次为２４轮。

在最后的模型预测阶段，ＲＰＮ阶段挑选了
１０００个建议区域（ｐｒｏｐｏｓａｌ），而非极大值抑制

（ａ）带标签矿石图像；（ｂ）矿石图像
１—赤铁矿；２—碳酸铁；３—绿泥石；４—亚铁；５—岩石（不带标签）。

图５　矿石标注示意
Ｆｉｇ５　Ｓｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆｏｒｅｌａｂｅｌｉｎｇ
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（ＮＭＳ）的阈值设定为０７。在 ＲＣＮＮ阶段，只要
输出置信度为大于０２的结果，ｍａｓｋ的正样本阈
值则设定为 ０５。此外，采用软化非极大值抑制
（ＳｏｆｔＮＭＳ）策略，阈值设定为 ０４。对于每张图
片，最多输出１００个结果。
３４　模型效果评价指标

在模型效果评价指标方面，采用实例分割领

域公认的平均精度（ａｖｅｒａｇｅｐｒｅｃｉｓｉｏｎ，ＡＰ）和平均
交并比（ｍｅａｎｉｎｔｅｒｓｅｃｔｉｏｎｏｖｅｒｕｎｉｏｎ，ＭＩｏＵ）来评估
模型性能，以衡量模型在复杂环境下对矿石分割

的能力。

４　试验结果与讨论

４１　模型训练过程
图６为模型的各部分损失函数值曲线图，包

括分类、定位和分割损失，以及总的损失函数值。

由图６可见：在前２０轮训练时，分割损失、分类
损失和定位损失函数曲线下降比较快，模型具有

较好的学习能力；在后续迭代中，曲线下降并稳

定，模型具有较好的泛化能力；在进行４００次迭
代后模型的总损失值趋于稳定，训练终止。

１—总损失函数；２—分割损失函数；３—分类损失函数；

４—定位损失函数。

图 ６　各部分损失函数曲线

Ｆｉｇ６　Ｌｏｓｓｆｕｎｃｔｉｏｎｃｕｒｖｅｏｆｅａｃｈｐａｒｔ

４２　试验结果分析
４２１　不同数据增强方法对任务网络的影响

为了验证数据增强对减少过拟合的有效性，

进行一系列对比试验，结果如表１所示。由表 １
可以看出：多尺度训练对于精度的提升效果最为

明显，随机翻转和随机９０°旋转也能够得到不错的
提高；而基于热力图的增强方法在两个评测指标

上也有０４６和０５１的提升。

表１　不同数据增强方法的识别效果对比
Ｔａｂｌｅ１　Ｃｏｍｐａｒｉｓｏｎｏｆｒｅｃｏｇｎｉｔｉｏｎｅｆｆｅｃｔｓｏｆｄｉｆｆｅｒｅｎｔ

ｄａｔａｅｎｈａｎｃｅｍｅｎｔｍｅｔｈｏｄｓ

评测指标 平均精度／％ 平均交并比／％

ＭａｓｋＲＣＮＮ ５４２５ ５３８３

＋多尺度训练／测试 ５６９３ ５４９６

＋随机旋转 ５７４６ ５５８１

＋随机９０°翻转 ５８１３ ５６２４

＋基于热力图的增强 ５８５９ ５６７５

４２２　特征残差模块超参数试验对比
在对Ｃ５特征层进行自适应均值池化时，涉及

到三个超参数｛α１，α２，α３｝。为此，本文进行１组
超参数对比试验，结果如表２所示。在权衡模型
参数和精度后，本文选取｛０１，０２，０３｝作为
｛α１，α２，α３｝的最终值。

表２　特征残差模块对比试验
Ｔａｂｌｅ２　Ｃｏｍｐａｒｉｓｏｎｔｅｓｔｏｆｃｈａｒａｃｔｅｒｉｓｔｉｃｒｅｓｉｄｕａｌｍｏｄｕｌｅ

α１ α２ α３ 平均精度／％ 平均交并比／％

基线 ５４２５ ５３８３

０１ ０２ ０４ ５４７９ ５３２６

０１ ０２ ０５ ５４７１ ５３２２

０１ ０２ ０３ ５４８３ ５４２７

４２３　自适应ＩＯＵ阈值试验对比
自适应正样本 ＩＯＵ阈值的选取需要在每个特

征层上挑选 ｋ个锚点。为此，本文进行１组对比
试验对超参数 ｋ进行调整，结果如表３所示。由
表３可以看出，当ｋ为７时，平均精度为最高值，
考虑到ｋ的增大会导致计算量增加，因此本文最
终选取ｋ为７。

表３　自适应ＩＯＵ阈值对比试验
Ｔａｂｌｅ３　ＡｄａｐｔｉｖｅＩＯＵｔｈｒｅｓｈｏｌｄｃｏｍｐａｒｉｓｏｎｅｘｐｅｒｉｍｅｎｔ

ｋ 平均精度／％ 平均交并比／％

基线 ５４２５ ５３８３

３ ５５０４ ５４１６

５ ５５５２ ５４４１

７ ５５８４ ５４６７

９ ５５７９ ５４６８

１１ ５５８１ ５４６５

４２４　改进模型及融入不同技巧后的试验对比
为了比较改进模型以及不同技巧的效果，进

１７
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行对比试验，结果如表４所示。由表４可知，通
过数据增强、ｗａｒｍｕｐ＋ｃｏｓｉｎｅｄｅｃａｙ、ＣＯＣＯ预训
练、随机权重平均、ＲｅｓＮｅｔＶ１ｄ、ＤＣＮ、Ｇｌｏｂａｌ
Ｃｏｎｔｅｘｔ、Ｄｏｕｂｌｅｈｅａｄ和全连接融合等改进和技巧
的引入，模型的性能得到了显著的提升；其中，

使用ＣＯＣＯ数据集的预训练模型对精度提升最为
明显。

表４　试验结果分析

Ｔａｂｌｅ４　Ａｎａｌｙｓｉｓｏｆｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓ

评测指标 平均精度／％ 平均交并比／％

ＭａｓｋＲＣＮＮ＋数据增强 ５８５９ ５６７５

＋ｗａｒｍｕｐ＋ｃｏｓｉｎｅｄｅｃａｙ ５８８３ ５６８８

＋ＣＯＣＯ预训练 ６２４５ ５９４７

＋随机权重平均 ６３３９ ６０１９

＋ＲｅｓＮｅｔＶ１ｄ ６５１３ ６１３８

＋ＤＣＮ ６６２７ ６１９２

＋ＧｌｏｂａｌＣｏｎｔｅｘｔ ６６９４ ６２４７

＋Ｄｏｕｂｌｅｈｅａｄ ６７８６ ６２８１

＋全连接融合 ６７９２ ６３５４

　　本文模型在测试集和现场图片的具体识别效
果分别如图７、８所示。由图７、８可以看出，对
于块度较大的矿石类型，识别效果较好，但是对

于一些边缘的小石块的检测结果还有待提高。

５　结　论

（１）本文对 ＭａｓｋＲＣＮＮ模型进行了全面改
进，使用ＲｅｓＮｅｔＶ１ｄ５０来提取矿石图像各阶段的
特征图，并加入可变形卷积增强异形矿石的特征。

通过学习率预热、预训练模型的使用和随机权值

平均等模型训练技巧有效地提高了训练精度。

（２）针对特征金字塔网络高层特征的语义信
息丢失，提出了特征残差模块，并针对预设锚点

无法匹配长宽比异常的目标物，提出了自适应正

样本ＩＯＵ阈值方案，能够提高对小矿石以及异形
矿石的识别精度。

（３）ＭａｓｋＲＣＮＮ模型在矿石类型识别方面仍
处于探索阶段，预测速度尚未达到现场需求，仍

然存在较大改进空间，如使用模型裁剪以及

ｔｅｎｓｏｒＲＴ加速技术是后续研究方向。

（ａ）原图１；（ｂ）ＭａｓｋＲＣＮＮ结果１；（ｃ）原图２；

（ｄ）ＭａｓｋＲＣＮＮ结果２

图７　测试环境矿石类型识别效果

Ｆｉｇ７　Ｉｄｅｎｔｉｆｉｃａｔｉｏｎｅｆｆｅｃｔｏｆｏｒｅｔｙｐｅｉｎ

ｔｅｓｔｉｎｇｅｎｖｉｒｏｎｍｅｎｔ

（ａ）原图１；（ｂ）ＭａｓｋＲＣＮＮ结果１；（ｃ）原图２；

（ｄ）ＭａｓｋＲＣＮＮ结果２

图８　现场环境矿石类型识别效果

Ｆｉｇ８　Ｒｅｃｏｇｎｉｔｉｏｎｅｆｆｅｃｔｏｆｏｒｅｔｙｐｅｓｉｎｔｈｅ

ｆｉｅｌｄｅｎｖｉｒｏｎｍｅｎｔ
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ｏｎｔｈｅｓｅｌｅｃｔｉｖｅｒｅｄｕｃｔｉｏｎｏｆＮＯｂｙＣＨ４ ｏｖｅｒａｎＩｎ

Ｆｅ２Ｏ３／ＨＺＳＭ５ｃａｔａｌｙｓｔ［Ｊ］ＣｈｅｍｉｃａｌＣｏｍｍｕｎｉｃａｔｉｏｎｓ，

２０００（４）：

櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵

２７９－２８０

（上接第７３页）
［１８］王海云，王剑平，张果，等改进 ＦＰＮ的 ＭａｓｋＲＣＮＮ

工业表面缺陷检测［Ｊ］制造业自动化，２０２０，

１２（４２）：３５－４０

ＷＡＮＧＨａｉｙｕｎ，ＷＡＮＧＪｉａｎｐｉｎｇ，ＺＨＡＮＧＧｕｏ，ｅｔａｌ

Ｉｎｄｕｓｔｒｉａｌｓｕｒｆａｃｅｄｅｆｅｃｔｄｅｔｅｃｔｉｏｎｂａｓｅｄｏｎｉｍｐｒｏｖｅｄ

ＦＰＮＭａｓｋＲＣＮＮ［Ｊ］ＭａｎｕｆａｃｔｕｒｉｎｇＡｕｔｏｍａｔｉｏｎ，２０２０，

１２（４２）：３５－４０

［１９］ＷＵ Ｙ，ＣＨＥＮ Ｙ，ＹＵＡＮ Ｌ，ｅｔ ａｌＲｅｔｈｉｎｋｉｎｇ

ｃｌａｓｓｉｆｉｃａｔｉｏｎａｎｄｌｏｃａｌｉｚａｔｉｏｎｆｏｒｏｂｊｅｃｔｄｅｔｅｃｔｉｏｎ［Ｃ］／／

ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅｏｎ ＣｏｍｐｕｔｅｒＶｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ

Ｒｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ）Ｓｅａｔｔｌｅ：ＩＥＥＥ，２０２０

［２０］ＩＺＭＡＩＬＯＶＰ，ＰＯＤＯＰＲＩＫＨＩＮＤ，ＧＡＲＩＰＯＶＴ，ｅｔａｌ

Ａｖｅｒａｇｉｎｇｗｅｉｇｈｔｓｌｅａｄｓｔｏｗｉｄｅｒｏｐｔｉｍａａｎｄｂｅｔｔｅｒ

ｇｅｎｅｒａｌｉｚａｔｉｏｎ［Ｚ／ＯＬ］ａｒＸｉｖ，（２０１８３１４）［２０１９

２２５］ｈｔｔｐｓ：

櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵櫵

／／ａｒｘｉｖｏｒｇ／ａｂｓ／１８０３０５４０７

（上接第８２页）
［２１］钟文，衷水平，唐定，等紫金山铜矿微裂纹特性及其

对磨矿动力学的影响［Ｊ］有色金属（选矿部分），

２０２２（２）：５８－６５

ＺＨＯＮＧ Ｗｅｎ，ＺＨＯＮＧ Ｓｈｕｉｐｉｎｇ，ＴＡＮＧ Ｄｉｎｇ，ｅｔａｌ

Ｃｈａｒａｃｔｅｒｉｓｔｉｃｓｏｆｍｉｃｒｏｃｒａｃｋｓａｎｄｉｔｓｅｆｆｅｃｔｏｎｇｒｉｎｄｉｎｇ

ｄｙｎａｍｉｃｓｉｎ Ｚｉｊｉｎｓｈａｎ ｃｏｐｐｅｒｍｉｎｅ［Ｊ］Ｎｏｎｆｅｒｒｏｕｓ

Ｍｅｔａｌｓ（ＭｉｎｅｒａｌＰｒｏｃｅｓｓｉｎｇＳｅｃｔｉｏｎ），２０２２（２）：５８－６５

６０１
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