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摘要:现场充分利用高炉煤气( BFG) 可有效降低一次能源的消耗，但高炉现场工况不断变化，煤气供需关系时刻

处于不平衡状态，导致煤气放散现象仍然存在。为了提高煤气利用率，提出一种基于时序注意力( T-Attention) 网

络的 BFG预测方法。该方法首先结合高炉冶炼机理和最大互信息系数( MIC) 选取影响 BFG 含量的关键因素; 然

后针对采集数据中存在随机扰动，利用小波分析去除数据中的噪声; 且在建模过程中，利用门控循环单元( GＲU)

捕捉多变量数据中周期性波动规律，同时融入注意力机制实时计算每个样本中各变量与预测值之间耦合关系并

进行权重分配，提高模型动态自适应能力和解读性; 最后利用某钢铁厂高炉现场数据进行验证。结果表明，

T-Attention网络模型预测效果优于传统方法，能够准确预测 BFG中的指标，为后期 BFG调度以及节能减排提供及

时准确的决策参考。
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Blast furnace gas prediction method based on Temporal
attention network

ZHANG Tingkun1，2，LIU Chengbao2，Mutharif Ahmed1，TAN Jie2，LI Jingwei2，FAN Zhichao1

( 1. School of Electrical Engineering，Xinjiang University，Urumqi 830017，Xinjiang，China;
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Abstract: The full use of blast furnace gas ( BFG) can effectively reduce the consumption of primary energy，but the

working condition of the blast furnace site are constantly changing，and the relationship between gas supply and demand is

always in an unbalanced state，resulting in the phenomenon of gas escaping. In order to improve the utilization rate of gas，

a BFG prediction method based on Temporal Attention( T-Attention) network is proposed. Firstly，the key factors affecting

BFG content are selected by combining the blast furnace smelting mechanism and the maximum mutual information

coefficient( MIC) . Then，in view of the random perturbation in the collected data，a wavelet analysis is used to remove the

noise in the data. In the modeling process，the gated recurrent unit( GＲU) is used to capture the periodic fluctuation law in

multivariate data，and the attention mechanism is integrated to calculate the coupling relationship between each variable

and the predicted value in each sample in real time and distribute the weights，so as to improve the dynamic adaptability

and interpretability of the model. Finally，the field data of blast furnace of a steel plant is used for verification. The results

show that the prediction effect of the T-Attention network model is better than that of the traditional method，and it can

accurately predict the indicators in BFG，and provide timely and accurate decision-making reference for BFG scheduling

and energy conservation and pollution reduction in the later stage.
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高炉煤气( blast furnace gas，BFG) 作为高炉炼
铁过程中产生的主要副产物，具有成本低、产量
大等特点［1 － 2］。对 BFG 的回收利用可有效降低天
然气等一次能源的消耗［3］，促进能源可持续发展。

目前，现场操作人员在进行 BFG 调度时很难了解
其供应周期和供应量。当 BFG 供给大于需求时，
导致煤气放散和环境的污染; 当 BFG 供给不足
时，影响用户系统的稳定［4］。因此，建立准确的
BFG预测模型，对于分析钢铁企业能耗水平，改
进 BFG生产计划以及节能减排具有重要意义。
传统的 BFG预测方法大致分为机理分析和数

据驱动两种类型。机理分析主要根据高炉冶炼过
程中热平衡、物料守恒以及动力学特性进行分析
建模。例如 ＲASUL等［5］根据质量、能量和可用性
平衡方程对 BFG进行建模，提高了高炉操作策略
和管理水平。那树人［6］结合高炉炼铁现场实际环
境，对风量和煤气量等计算公式进行改进。XIAO
等［7］采用功率谱法对 BFG 产生量进行定性分析。
SUN等［8］结合影响 BFG 生成的宏观因素，建立了
BFG发生量预测模型，显示出良好的预测性能。
然而，由于机理模型缺乏对历史数据的使用、假
设条件众多以及参数复杂等原因，使得在不确定

条件下难以准确预测 BFG含量［9］。

针对机理分析的预测方法存在的不足以及钢

铁行业数字化水平的快速发展，这为基于数据驱

动的 BFG预测奠定了良好的基础。早期基于数据
的 BFG预测模型主要依赖传统统计学理论，例如回
归模［10 － 11］、自回归模型［12］、移动平均( MA ) 模
型［13］以及自回归移动平均( AＲIMA) 模型等［14 － 15］。

这类模型基本只能描述时间序列数据中线性关系，

针对高炉冶炼特征参数间的复杂的非线性关系预

测效果并不理想。近年来随着机器学习和深度学
习的快速发展，人工神经网络( ANN) ［16］、支持向
量机( SVM) ［17］以及循环神经网络( ＲNN) ［18 － 20］等

智能化模型已经应用到 BFG 预测［21］中。例如，
MATINO等［22］根据供给和需求侧相互作用的关系，

建立回声状态网络模型来预测 BFG 变化。为了满
足多输出预测，HAN等［23］提出一种改进型的最小
二乘回归模型，并在马钢 BFG 系统验证其有效
性。肖冬峰等［24］利用机理和数据相结合方式分析

BFG影响因素，并将 BP网络和贝叶斯正则化算法
进行结合，提高了模型泛化能力。考虑到运行状
态变化和复杂的化学反应，SUN 等［25］提出将事
件、机理和数据相结合的混合预测方法，并利用
钢铁厂实际数据验证，结果表明该模型优于传统

神经网络模型。
尽管上述神经网络模型提高了 BFG 的预测精

度，但钢铁行业作为典型的流程行业，关联操作

参数众多，工况条件不断变化。这些因素可能导
致 BFG发生剧烈波动，使其预测依然存在较大不
确定性。在非平稳炉况时，传统的机器学习和深
度学习模型很难挖掘出时间序列中由于边界条件

变化引起的 BFG 波动，并且随着预测时间的增
长，模型精度大幅降低。为了克服上述问题，本
文提出一种基于 T-Attention 网络模型的 BFG 预测
方法。该方法首先利用 GＲU 对输入多元时间序列
内部的时间模式进行建模，同时融入注意力网络

挖掘时间序列中深层的特征间关系，计算历史不

同时刻各特征参数与预测特征间耦合关系，并自

动对参数进行权重分配，提升重要节点的关键特

征参数在预测值中的影响力，从而增强 T-Attention
网络模型动态自适应能力和解释性，实现对 BFG
的准确预测。

CO和 CO2 作为 BFG 中的主要成分，占其总

量的 40%左右［25］。两者成分占比不仅能够反映高
炉炼铁过程中煤炭的还原程度，评价高炉能量利

用率的好坏。同时作为主要能源成分，能够良好
表征 BFG产生情况，对 BFG后期调度具有重要的
指导意义。因此，本文选取 CO 和 CO2 含量作为

关键工艺指标表征 BFG 波动情况，并验证
T-Attention模型的有效性。

1 高炉冶炼过程及问题描述

高炉冶炼是一个复杂生产过程，包含烧结、

煤粉喷吹以及煤气回收等工序，各工序都会对

BFG产生一定程度的影响，为了分析影响 BFG 变
化的关键因素，本文首先分析了高炉冶炼的整个

过程并总结当前 BFG预测存在的关键问题。
1. 1 过程描述
高炉冶炼的具体过程见图 1。图 1 中，原料
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( 焦炭、铁矿石和石灰石等) 按一定比例从炉顶的
布料溜槽分批加入高炉，形成焦炭层和铁矿石层。
同时热风系统在炉底周围吹入预热的空气，强化

燃烧效果。为了保持炉内温度，喷吹系统将粉碎
的煤粉吹入高炉，提供燃烧所需的热量。然后在
高温作用下焦炭( 包含喷吹煤粉、天然气和重油
等) 与吹入预热空气中的 O2 发生化学反应产生 CO
和 H2 等还原性气体。随着冶炼的进行，燃烧产生
的热气流和还原性气体与下落的铁矿石接触，经

过还原、软化、熔化和脱碳形成熔融铁，铁矿石
中的杂质和石灰石等熔剂发生反应产生炉渣。最
终熔融铁和炉渣一同从出铁口流出高炉，经撇渣器

进行渣铁分离。产生的煤气通过炉顶的 BFG装置进
行净化回收，用作锅炉、加热炉以及热风炉等装置
的燃料。整个冶炼过程可用式( 1) ～式( 5) 描述。

C + O2===
高温

CO2 ( 1)

CO2 + C===
高温

2CO ( 2)
===FeO + C Fe + CO ( 3)

Fe2 O3 + 3CO===
高温

2Fe + 3CO2 ( 4)
FeO + n ■■CO Fe + CO2 + ( n － 1) CO ( 5)

图 1 高炉炼铁工艺示意
Fig. 1 Schematic diagram of blast furnace

ironmaking process

1. 2 问题描述
高炉冶炼影响因素众多，例如改变风温可以

调节炉内化学反应程度，控制冶炼效率。喷煤量
不仅影响炉内的还原性成分含量，还提供冶炼所

需的热能。风量大小、热风温度以及喷煤量等因

素都会在不同程度上影响 BFG 含量，甚至引起异
常工况。现场操作人员在进行煤气调度时很难发
现其波动规律，导致 BFG 供需关系经常处于不平
衡状态，阻碍了能源的高效利用和生产系统稳定。
针对这一情况，根据实际生产过程中可准确测量

的特征参数指标，建立快速准确的 BFG 发生量预
测模型，再根据预测值提前制定调度策略显得尤

为重要。
然而，在变工况下，采集的特征参数间往往

存在动态的时间依赖性和关联性，为了分析特征

参数间复杂的非线性耦合关系和时间相关性信息

对煤气含量产生的影响。本文构建了一种基于
T-Attention网络模型的 BFG时序预测框架，如图 2
所示。该框架首先结合高炉冶炼机理和 MIC 相关
性分析进行特征筛选，降低特征参数过多导致的

信息冗余和模型复杂度过高。然后针对高炉冶炼
现场环境复杂，利用小波分析去除特征数据中的

噪声。最后将数据预处理得到的数据输入到
T-Attention模型中，实现对煤气含量的精准预测。
最后利用高炉冶炼现场采集数据进行试验，验证

该模型在煤气预测上的有效性。

图 2 高炉煤气预测框架
Fig. 2 Prediction framework of blast furnace gas

2 数据预处理

高炉炼铁过程主要包含布料系统、进风装置、
高炉以及尾气回收等设备，繁琐的操作流程和复

杂的现场环境使得采集数据往往具有大量噪声。
同时，高炉内存在 100 多种不同的化学反应，作
为高炉冶炼过程中主要还原剂和产物，影响高炉

煤气 CO 和 CO2 含量的因素更是众多
［26］。如果把

这些带噪声的全部特征参数数据输入到模型当中，

势必导致模型复杂度提高，模型性能和准确度降
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低。因此，为了降低模型复杂度和防止过拟合，
本文以高炉炼铁机理为基础，结合相关性分析技

术( MIC) 对采集的参数进行特征筛选，再利用小
波分析进行降噪处理，以降低环境因素和参数过

多对模型性能产生的影响。
2. 1 CO和 CO2 影响因素分析

CO和 CO2 生成总是伴随着铁氧化合物和碳氧

化合物之间的物理化学反应，但铁矿石和煤炭的

品质基本保持不变，对 CO 和 CO2 波动影响较小。
因此，本文主要考虑高炉炼铁过程中的其它特征

参数对 CO 和 CO2 含量产生的影响。表 1 显示为
某钢铁厂现场采集的特征参数，其中风温高低影

响高炉内化学反应程度，风量和风速大小则会影

响高炉内气流分布，喷煤量和富氧量大小决定了

高炉内碳元素和氧元素含量。因此，本文综合专
家经验和生产机理，选取富氧量、冷风风量、冷
风压力、冷风温度、顶压东南侧、顶压东北侧、
顶压西南侧、顶压西北侧、顶温东南侧、顶温东
北侧、顶温西南侧、顶温西北侧以及喷煤量 13 个
特征参数作为模型备选输入。

表 1 模型候选输入变量
Table1 Model candidate input feature parameters

特征参数 特征参数

冷风风量 / ( m3·min －1 ) 顶温东南侧 /℃

冷风压力 /kPa 顶温东北侧 /℃

冷风温度 /℃ 顶温西南侧 /℃

富氧量 / ( m3·min －1 ) 顶温西北侧 /℃

热风压力 /kPa 机械探尺 A/m

喷煤量 / t 机械探尺 B /m

H2 体积分数 /% 十字测温中心点 /℃

风温左侧 /℃ 十字测温中心点东南侧 /℃

风温右侧 /℃ 十字测温中心点东北侧 /℃

CO体积分数 /% 十字测温中心点西南侧 /℃

CO2 体积分数 /% 十字测温中心点西北侧 /℃

顶压东南侧 /kPa 十字测温边缘点东南侧 /℃

顶压东北侧 /kPa 十字测温边缘点东北侧 /℃

顶压西南侧 /kPa 十字测温边缘点西南侧 /℃

顶压西北侧 /kPa 十字测温边缘点西北侧 /℃

注: 顶压代表高炉内顶部压力; 顶温代表高炉内顶部温

度; 十字测温代表十字测温装置在炉喉位置采集的温度。

为了进一步分析特征间耦合关系强弱，提高

模型的可解释性。本文对表 1 采集的特征参数数
据进行相关性分析，利用 MIC 计算各参数与 CO、
CO2 关联程度。MIC 通过在二维空间离散寻优方

式挖掘特征间的耦合强度［27］，能良好的表示特征

间的线性和非线性关系强弱，具有普适性、复杂
度低以及鲁棒性强等特点。MIC计算公式为式( 6)
和式( 7) 。

Z( a; b) = max
| a | | b | ＜ B( a; b)

I( a; b)
log2 ( min{ | a |，| b | } )

( 6)

I( a; b) = ∑
x = X
∑
y = Y

P( a; b)
p( a) p( b) ( 7)

式中: Z( a; b) 为 MIC 计算公式; I ( a; b) 为 a 和 b
的互信息数; | a | 和 | b | 为 a 和 b 方向网格数
量; B的值根据公式定义设置为 0. 6; P( a; b) 为 a
和 b的联合概率密度; P ( a) 、P ( b) 分别为 a、b
的边缘概率密度。
计算各个特征参数与 CO 和 CO2 最大互信息

系数结果如图 3 所示。根据计算结果，选取 CO和
CO2 的最大互信息系数 ＞ 0. 08 的特征参数作为模
型备选输入，包含富氧量、十字测温中心点等 17
个特征。考虑提高模型可解释性和预测精度，本
文综合机理分析和 MIC选取的所有特征，从 30 个
特征参数中选择富氧量、喷煤量等 21 个特征参数
作为模型输入。
2. 2 数据降噪
高炉炼铁现场环境复杂多变，在布料和冶炼

过程中，由于气流、振动以及摩擦等随机扰动，
使得数据采集装置获取的数据往往包含大量噪

声［28］。为了降低外界因素对数据产生的影响，提
高数据质量和可信度。本文利用小波变换对数据
进行降噪处理。同时，为了消除参数数据具有不
同的数量级对预测结果的影响，利用归一化把特

征参数统一到相同的度量尺度。
小波分析作为当前工程应用快速发展的一个

重要领域，能够同时分析信号中的时域和频域信

息，捕捉信号中时—频局域特征，对于钢铁行业
采集的非平稳时间序列具有良好的降噪效果［29］。
本文利用小波分析对上文选取的喷煤量、CO 和
CO2 含量等 21 个特征参数进行降噪处理。该分析
工具首先利用式( 8) 对信号进行分解，根据不同特
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1—MIC-CO; 2—MIC-CO2 ; 3—MIC-基准线。

图 3 参数与 CO、CO2 含量最大互信息系数

Fig. 3 Maximal information coefficient between parameters and CO、CO2 content

征试验降噪效果选取合适的小波基函数和分解层

数，阈值函数选取软阈值法如式( 9 ) 所示。最后，

将处理过的高频信息与低频信息进行重构，得到

去噪后的信号。

f( t) = ∑
m

k∈Ｒ
cj，kφj，k ( t) +∑

j

m = 1
∑
k∈Ｒ

dm，kψm，k ( t) ( 8)

式中: cj，k为尺度系数; φj，k ( t) 为尺度函数; dm，k为

小波系数; ψm，k ( t) 为小波函数。

j，k =
0，|Wj，k | ＜ λ

sgn( Wj，k ) ( |Wj，k | － λ) ，|Wj，k |≥{ λ
( 9)

式中: λ为阈值; j，k为软阈值函数。本文选取极
大极小阈值( Minimaxi) 如式( 10) 所示。

λ =
0，N≤32
0. 393 6 + 0. 182 9log2 N，N{ ＞ 32

( 10)

式中: N为信号长度。

本文利用某钢铁厂产生的 500 历史生产数据，

对选取的 21 个特征参数进行降噪处理，以 CO 和
CO2 含量、冷风压力、冷风风量、热风压力和富
氧量为例，降噪前后的数据对比如图 4 所示。由
图 4 可知，在保持原有特征波动趋势的情况下，

小波分析能有效去除各个特征信号中的振荡扰动，

改善时间序列信号。

此外，为了消除特征量纲不同对模型性能和

收敛速度产生的影响，本文利用线性归一化将各

特征参数数值映射到［0，1］，如式( 11) 所示。

x̂ =
x － xmin

xmin － xmax
( 11)

式中: x为原信号数值; xmin为信号中最小值; xmax
为信号中最大值。

3 基于 T-Attention预测模型建立

作为典型的多元非平稳时序预测问题，传统

的高炉煤气指标预测方法大多只关注数据中的周

期性波动规律。但在高炉炼铁过程中风量、风压
以及富氧量等特征不断变化，可能导致高炉煤气

CO和 CO2 含量剧烈波动，为了识别不同时刻各个

特征参数对 CO 和 CO2 含量产生的影响，深入挖

掘时间序列数据的隐藏信息，提高对高炉煤气中

CO和 CO2 含量的预测精度。本文将注意力机制融
入到 GＲU模型当中，在利用 GＲU 捕捉数据中的
波动规律的同时嵌入注意力机制计算不同时刻对

预测值的影响。
3. 1 模型搭建

T-Attention模型主要包含 GＲU 单元、注意力
模块和输入输出三部分，具体如图 5 所示。根据
上文分析，以富氧量、喷煤量、风温等 21 个特征
参数 X =［x1，x2，…，x21］作为输入，由于 BFG调度
不仅参考未来某一时刻具体数值，还需了解煤气

发生量的大致波动情况。因此建立高炉煤气 CO和
CO2 含量预测模型可以被看成在已知过去 k 个时
刻特征矩阵［Xt － k + 1，Xt － k + 2，…，Xt］情况下，通过构

49
■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■



2023 年第 6 期 张廷坤，等: 基于时序注意力网络的高炉煤气预测方法

( a) CO生成量; ( b) CO2 生成量; ( c) 冷风风量; ( d) 富氧量; ( e) 冷风压力; ( f) 热风压力
1—滤波前; 2—滤波后。

图 4 小波降噪前后对比
Fig. 4 Comparisons before and after wavelet noise reduction

图 5 T-Attention模型

Fig. 5 T-Attention model diagram modu of T-Attention

建映射函数 f 来计算未来 T 个时刻目标参数信息，
如式( 12) 所示。
［Y t + 1，Y t + 2，…，Y t + T］= f［θ; ( Xt － k + 1，Xt － k + 2，

…，Xt ) ］ ( 12)

式中: ［Y t + 1，Y t + 2，…，Y t + T］为 t － k + 1，t － k，…，t

时刻高炉煤气中 CO 和 CO2 预测值向量; Xt － n，

Xt － k + 1，…，Xt 为 t － k + 1，t － k，…，t 时刻模型输入
的特征向量，k 为时间窗口，T 为预测未来时长，

θ为可学习参数。
根据建立的映射函数，利用 GＲU 单元内部独

有的重置门和更新门结构计算输入 Xt － k + 1，Xt － k + 2，

…，Xt 的隐藏状态 ht － k + 1，ht － k + 2，…，ht，挖掘时间

序列中的时间模式和复杂的非线性关系，工作原

理可以用式( 13) ～式( 16) 表示。
zt = σ［Wz·( ht － 1，xt ) ］ ( 13)
rt = σ［Wr·( ht － 1，xt ) ］ ( 14)
�ht = tanh［W·( rt × ht － 1，xt ) ］ ( 15)
ht = ( 1 － zt ) × h ( t － 1) + zt ×�ht ( 16)

式中: ht － 1为 t － 1 时刻状态信息，包含 t － 1 时刻
及以前时刻保留下来的历史信息; xt 为 t时刻输入
特征矩阵; zt 为更新门，用来控制前一时刻多少
状态信息被保留，以及从当前输入接受多少新信

息; �ht 为候选状态; rt 为重置门，用来计算当前
时刻�ht 对 ht － 1的依赖程度; Wz、Wr、W为系数矩
阵; σ为 sigmoid激活函数。通过特有的重置门和
更新门结构使得 GＲU在捕捉当前时刻输入特征序
列信息的同时，保留了历史输入特征数据的变化

趋势，使得在进行 CO 与 CO2 含量预测时能充分

利用输入时间序列信息。
注意力模块引入两层全连接网络进行加权计

算 t － k + 1，t － k + 2，…，t时刻各个特征参数对 t + 1
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时刻高炉煤气中 CO 和 CO2 含量耦合关系强弱，

从而确定每个时刻各个特征参数所占权重，深入

挖掘时间序列中边界条件变化对高炉煤气中 CO和
CO2 含量产生的影响。为了增强模型的表示能力
和加快收敛速度，本文在第一层全连接网络后加

入了 ＲeLU激活函数。同时在第二层全连接网络后
面引入 softmax函数，对每个时刻权重进行归一化

处理。最后将隐藏状态 ht － k + 1，ht － k + 2，…，ht 与归一

化后的权重 按照对应时刻进行加权求和，通过一

层全连接网络输出预测值。基本原理如式( 17 ) ～
( 19) 所示。

s( x，q) = vTtanh( Wx +Uq) ( 17)

αn = p ( z = n | X，q ) = softmax［s ( xn，q) ］ =

exp［s( xn，q) ］
∑N

j =1exp［s( xn，q) ］
( 18)

Att( X，q) = ∑
N

n = 1
αn xn ( 19)

式中: W、U、v 为可学习参数矩阵; q 为查询向
量，用以表示某个特定任务的相关表示; x为注意
力单元输入向量，在文中对应 GＲU 单元各个时刻

输出的隐状态 ht ; s ( x，q) 为注意力打分函数，用
来计算 x和 q 之间的相关性大小，并以此来衡量

输入的重要性; αn 为注意力分布，计算每个时刻

特征参数权重分布。

3. 2 评价指标
为了更加全面分析模型预测性能，本文选用

平均绝对误差( SMAE ) 、均方根误差( SＲMSE ) 、决定

系数( Ｒ2 ) 和命中率( SHＲ ) 4 种评价指标评估模型预

测性能。其中 SMAE和 SＲMSE用来衡量预测值和真实

值间误差大小，SMAE和 SＲMSE值越小则预测效果越

好。Ｒ2 和 SHＲ分别用来表示预测数据和实际数据

的能力，值越大则表明预测值能更好的拟合实际

值。通过上述 4 种评价指标，能够更加全面反映
模型真实预测情况，具体计算公式如式( 20 ) ～
( 24) 所示。

SMAE = 1
n ∑

n

i = 1
| ŷi － yi | ( 20)

SＲMSE = 1
n∑

n

i = 1
( ŷi － yi )■

2 ( 21)

Ｒ2 = 1 －
∑

n

i = 1
( ŷi － yi )

2

∑
n

i = 1
( yi － yi )

2
( 22)

SHＲ = 1
n (∑

n

i = 1
hit) ( 23)

ρhit =
1，| ŷi － yi |≤ e

0，| ŷi － yi
{ | ＞ e

i = 1，2，…，n ( 24)

式中: yi、ŷi、yi 分别为高炉煤气 CO 和 CO2 体积

分数的实际值、预测值和平均值，% ; ρhit用来判定
是否命中; e为误差大小，由于高炉煤气中 CO 体
积分数大致在 23%～25%，CO2 体积分数区间大致

为 20%～21%，CO体积分数波动区间大致为 CO2

体积分数波动区间的两倍，故本文选取 CO体积分
数的误差大小 e为 0. 004，CO2 体积分数的误差大

小 e为 0. 002; n为预测样本个数。

4 试验与结果分析

为了验证模型有效性，本文以某钢铁厂高炉

实际生产数据为例，利用 T-Attention 模型对高炉
煤气中 CO 和 CO2 含量进行预测。通过评价指标
调节模型参数，使模型达到最佳预测效果，并与

其他模型进行对比试验，分析了模型性能。
4. 1 试验设置
本文选取某钢铁厂 2018 年 12 月 18 日—24 日

实际高炉冶炼数据( 采样频率为 1 min) ，经过数据
预处理阶段的数据降噪和特征筛选等操作后，得

到 21 个特征参数，共 7 973 条数据，用其中前
7 000条数据对模型进行训练，后 973 条数据对模
型进行测试，时间窗口为 30，预测未来 10 个时刻
高炉煤气中 CO和 CO2 含量。
为了使 T-Attention模型达到最佳的预测性能，

经过反复训练和调整，本文选取 Adam 作为模型
优化器，激活函数设置为 Sigmoid，学习率设为
0. 001，训练批次设置为 32，训练周期为 2 000，
如图 6 所示。GＲU 单元中的隐藏层单元数量和层
数是T-Attention模型的两个主要参数，直接影响模
型的预测性能。本文选取隐藏单元数量和网络层
数分别为［8，16，32，64，128］和［1，2，3，4，5］进行
25 组试验。图 6 显示了在模型训练时，不同的隐
藏单元数量和网络层数的 SＲMSE、SMAE、Ｒ2 和 SHＲ
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结果。由图 6 可以发现，当隐藏单元数量和网络
层数为［16，2］和［32，1］时 SＲMSE和 SMAE均较小，模

型预测误差较低。同时当隐藏单元数量和网络层
数为［32，1］时，Ｒ2 和 SHＲ最大，模型预测精度达

到最高。当且仅当隐藏单元数量和网络层数为
［32，1］时，T-Attention 模型预测性能达到最佳效

果。总体上，随着隐藏单元和网络层数的增加，
模型预测性能呈现先增大后减小趋势，这主要是

由于隐藏层神经元数量和网络层数达到一定数量

时，模型复杂度大大增加，导致训练模型过拟合。
因此，本文隐藏层单元数量设置为 32，网络层数
设为 1。

( a) SＲMSE变化; ( b) SMAE变化; ( c) Ｒ
2 变化; ( c) SHＲ变化

图 6 不同隐藏层单元数量和网络层数模型性能对比
Fig. 6 Performance comparison of models with different number of hidden layer units and number of network layers

4. 2 试验结果分析
为了验证 T-Attention 模型的预测性能，本文

选取 ＲNN［18］、GＲU［30］、BP 网络［24］、Bi-GＲU［31］

与 T-Attention 模型进行对比试验。表 2 展示了
T-Attention模型与传统模型在高炉煤气 CO 和 CO2

含量 10 min预测任务中第 1 、5、10 min预测性能
对比。总体而言，T-Attention模型在三个时间基本
都达到了最佳的预测效果，证明了该模型在预测

高炉煤气 CO和 CO2 含量方面的有效性。其中 BP

网络预测性能不管在 SＲMSE和 SMAE，还是在 Ｒ2 和

SHＲ均不如 ＲNN 等深度学习模型性能，表明深度
学习模型的预测精度和非线性拟合能力优于 BP网
络。在 CO2 第 10 min 预测任务中，T-Attention 模
型的 SＲMSE和 SHＲ略差于 Bi-GＲU，这主要由于 CO2

存在较多尖峰波动，模型在分配注意力时可能存

在误差扰动，导致模型预测精度略低于Bi-GＲU。

但 T-Attention 模型 SMAE和 Ｒ2 均达到了最佳的效

果，表明模型在长期时间序列任务中能够更好的

表征数据的整体趋势。同时，相比于仅使用 GＲU
模型，融合了注意力单元的 T-Attention 模型的性
能也得到了明显的改善。例如，在 CO 预测任务
中， SＲMSE 分 别 降 低 了 41. 15%、 22. 18% 和
6. 05%，SHＲ分别提高 16. 79%、8. 76%和 3. 16%。

在 CO2 预测任务中，T-Attention模型 SMAE分别降

低了 22. 91%、11. 92% 和 2. 39%，Ｒ2 分别提高

41. 19%、22. 01%和 2. 29%，表明 T-Attention 模
型中的注意力单元能够挖掘数据中的时序耦合关

系，提高了 T-Attention 模型的整体预测性能。此
外，相较于其他深度学习模型，T-Attention模型性
能指标也有明显的提升。例如，在 CO 预测任务
中，相较于 Bi-GＲU，T-Attention 模型的 SＲMSE分别

降低了 13. 95%、3. 19%和 17. 30%，SHＲ分别提高
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2. 51%、0. 47% 和 8. 63% ; 在 CO2 预测任务中，

T-Attention的SMAE分别降低了 11. 70%、1. 98% 和
1. 17%，Ｒ2 分别提高 14. 26%、3. 22%和 0. 88%，

预测精度更高，非线性拟合能力更强，反映

T-Attention模型能够更好的建模高炉冶炼数据中的
时间模式。

表 2 高炉煤气 CO和 CO2 含量各模型预测性能比较

Table 2 Comparisons of prediction performance of various models for CO and CO2 content in blast furnaces gas

t /min 评价
指标

BP ＲNN GＲU Bi-GＲU T-Attention

CO CO2 CO CO2 CO CO2 CO CO2 CO CO2

1

SＲMSE 0. 341 4 0. 198 8 0. 310 5 0. 170 3 0. 288 2 0. 166 9 0. 197 1 0. 146 9 0. 169 6 0. 129 9
SMAE 0. 270 9 0. 153 2 0. 245 9 0. 131 1 0. 227 1 0. 129 2 0. 156 8 0. 112 8 0. 130 9 0. 099 6

Ｒ2 0. 432 2 0. 275 3 0. 530 1 0. 468 2 0. 595 2 0. 489 2 0. 810 8 0. 604 5 0. 859 9 0. 690 7
SHＲ 0. 768 8 0. 696 9 0. 818 8 0. 791 5 0. 837 5 0. 791 7 0. 954 2 0. 847 9 0. 978 1 0. 884 4

5

SＲMSE 0. 342 1 0. 199 1 0. 311 6 0. 170 4 0. 292 6 0. 166 8 0. 235 2 0. 151 7 0. 227 7 0. 148 4
SMAE 0. 272 1 0. 153 6 0. 246 7 0. 131 2 0. 229 2 0. 129 2 0. 183 0 0. 116 1 0. 176 1 0. 113 8

Ｒ2 0. 432 1 0. 267 8 0. 528 8 0. 464 0 0. 584 7 0. 486 5 0. 731 7 0. 575 1 0. 748 3 0. 593 6
SHＲ 0. 768 8 0. 694 8 0. 812 5 0. 789 6 0. 832 3 0. 790 6 0. 901 0 0. 826 0 0. 905 2 0. 843 8

10

SＲMSE 0. 342 7 0. 199 4 0. 312 3 0. 170 7 0. 296 1 0. 167 0 0. 336 4 0. 164 4 0. 278 2 0. 165 2
SMAE 0. 273 2 0. 154 0 0. 247 2 0. 131 5 0. 231 6 0. 129 6 0. 260 7 0. 128 0 0. 218 6 0. 126 5

Ｒ2 0. 439 8 0. 265 1 0. 534 8 0. 461 4 0. 582 0 0. 484 5 0. 460 3 0. 491 3 0. 630 7 0. 495 6
SHＲ 0. 767 7 0. 693 8 0. 811 5 0. 787 5 0. 826 0 0. 787 5 0. 784 4 0. 793 8 0. 852 1 0. 789 3

各模型试验预测结果如图 7 ～ 11 所示( 以第
1 min预测任务为例) 。其中，图 7 ～ 10 展示的分
别为 BP、ＲNN、GＲU、Bi-GＲU 等传统预测方法
预测结果，图 11 为文中提出的 T-Attention 模型预
测结果，图中红色曲线为预测值，蓝色曲线为实

际值。从图 7 ～ 11 可以看出，ＲNN、GＲU、BP 神
经网络模型预测值与实际值之间均有较大偏差。
在红色圆圈标记处，高炉煤气中 CO体积分数波动
较为剧烈，传统预测模型预测结果均有相对较大

( a) CO; ( b) CO2

1—预测值; 2—实际值。

图 7 基于 BP神经网络高炉 CO和 CO2 体积分数

预测结果

Fig. 7 Prediction results of CO and CO2 volume fraction

in blast furnace based on BP neural network

( a) CO; ( b) CO2

1—预测值; 2—实际值。

图 8 ＲNN高炉 CO和 CO2 体积分数预测结果

Fig. 8 Prediction results of CO and CO2 volume fraction

in blast furnace based on ＲNN

( a) CO; ( b) CO2

1—预测值; 2—实际值。
图 9 GＲU高炉 CO和 CO2 体积分数预测结果

Fig. 9 Prediction results of CO and CO2 volume fraction
in blast furnace based on GＲU
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( a) CO; ( b) CO2

1—预测值; 2—实际值。

图 10 Bi-GＲU高炉 CO和 CO2 体积分数预测结果

Fig. 10 Prediction results of CO and CO2 volume fraction

in blast furnace based on Bi-GＲU

( a) CO; ( b) CO2

1—预测值; 2—实际值。

图 11 T-Attention高炉 CO和 CO2 体积分数预测结果

Fig. 11 Prediction results of CO and CO2 volume fraction

in blast furnace based on T-Attention

误差，同时还有一定的时滞现象。对比传统预测
方法，T-Attention模型无论是在误差大小还是在延
迟现象上都有更好的表现，曲线拟合程度更高。
同时，T-Attention模型在尖峰处也具有良好的预测
性能，能更好地反映高炉煤气中 CO 和 CO2 体积

分数的真实波动情况。

5 结 论

针对钢铁行业中高炉煤气依然存在放散这一

现象，本文建立了一种基于 T-Attention 的高炉煤
气 CO 和 CO2 含量预测方法。结合高炉炼铁生产
机理和 MIC进行相关性分析，确定影响高炉煤气
CO和 CO2 含量的关键特征参数作为模型输入。为
了消除高炉炼铁现场环境对数据产生的影响，利

用小波分析对数据进行降噪处理。最后将处理好
的数据输入到 T-Attention 模型当中，利用 GＲU 对
高炉冶炼中的时间依赖性建模，捕获数据中的波

动规律。同时考虑到高炉炼铁工况不断变化，为
了识别数据中的这些信息，将注意力单元融入到

模型当中，突出关键信息对高炉煤气 CO 和 CO2

含量产生的影响。试验结果表明，与传统预测模
型相比，采用 T-Attention 模型对高炉煤气 CO 和
CO2 含量预测，数据拟合程度更好，预测值与真

实值之间误差更小，更能满足高炉冶炼现场需求，

为高炉煤气调度以及节能减排提供了更加及时可

靠的决策参考。
由于深度学习预测模型性能除了取决于模型

本身结构外，模型参数的选取以及数据集质量同

样影响模型的预测性能。因此，如何在保证模型
预测精度的同时提高模型泛化能力和鲁棒性将成

为接下来一个重点研究方向。
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