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摘要:鉴于影响烧结转鼓因素较多，难精准预测的问题，将数据分析与现场经验结合，提出了一种基于烧结状态与

集成学习的烧结矿转鼓强度自适应预测模型。该模型首先通过数据收集整合、异常数据识别与缺失数据处理等

数据预处理过程，获取高质量烧结矿转鼓强度预测数据集合; 再采用 Boruta 算法结合 Pearson 线性、XGBoost 非线

性相关性分析选择转鼓强度预测模型输入特征，避免了模型输入特征的不完整性; 最后采用 5 种不同机器学习算

法构建转鼓强度集成学习预测模型，各子模型预测结果权重可根据烧结生产实际情况进行自适应更新。结合现

场生产实践与烧结历史数据分析，通过烧结终点温度与主管负压对烧结状态进行区分，在误差范围为 0. 5%时，转

鼓强度的预测命中率在 90%以上。
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Sinter tumbler strength prediction based on sintering state and
ensemble learning
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Abstract: In view of the problems that there are many factors affecting the sintering drum and it is difficult to predict

accurately，data analysis and field experience are combined to propose an adaptive prediction model of sinter tumbler

strength based on sintering state and ensemble learning. Firstly，a prediction data collection of high-quality sinter tumbler

strength is obtained through such data preprocessing processes as data collection and integration，abnormal data

identification and missing data processing. Then，the Boruta algorithm combined with Pearson linear and XGBoost nonlinear

correlation analysis is used to select the input features of the tumbler strength prediction model to avoid from the

incompleteness of the input features of the model. Finally，five different machine learning algorithms are used to construct

the ensemble learning prediction model of the tumbler strength，and the weight of the prediction results of each sub-model

could be updated adaptively according to the actual situation of sintering production. Combined with the on-site production

practice and the analysis of the historical data of sintering，the sintering state is distinguished by the temperature of the

sintering end point and the negative pressure of the main pipe，and the predicted hit rate of the tumbler strength is more

than 90% when the error range is 0. 5% .
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烧结矿是高炉的重要原料，占高炉内含铁炉

料的 70%以上［1］。烧结矿转鼓强度是烧结矿重要
的质量指标之一，影响着高炉的稳定顺行［2］。理
论上影响烧结矿转鼓强度的因素有很多，且烧结

过程各个参数间的影响存在着相互耦合，使得在

现场实际生产中难以精准预测烧结矿转鼓强度，

造成其波动，并进一步影响高炉实现高产低耗。
因此，烧结矿转鼓强度的精准预测，是现场烧结

工程师的一致需求。
目前，烧结矿转鼓预测方法主要包括机理分

析预测与智能算法预测。智能算法在预测过程中
所表现出的良好效果，使得基于数据建立智能算

法预测模型成为烧结矿转鼓强度预测的热点方向。
一些学者和专家对基于机器学习的烧结矿转鼓强

度预测开展了大量的工作，通过多元非线性回

归［3］、BP神经网络［4］、Elman 神经网络［5］、梯度
提升回归［6］等方法建立烧结矿转鼓强度智能预测

模型，模型输入由机理分析、支持向量机递归特
征消除［7］、Granger 因果分析［8］等方法进行筛选，
取得了不错的效果。由于烧结现场操作通常将烧
结状态分为不同工况并采取相应的决策，因此准

确识别烧结状态( 工况) 可有效提升烧结矿质量预

测精度。学者们通过机理分析［9］、K 均值聚
类［10］、时间序列数据聚类［11］等方法从数据角度对
烧结工况进行了识别，取得了显著的效果。但根
据现场经验知识对烧结过程整体状态进行评估并

验证的研究较少; 模型输入特征选择方法相对单

一，特征选择结果存在一定偏差; 缺少根据现场

数据进行模型自适应更新的功能。
本文基于烧结矿转鼓强度预测的现有研究成

果，结合现场实际生产情况，提出了一种基于烧

结状态与集成学习的烧结矿转鼓强度自适应预测

模型。该模型基于预处理后的历史数据，采用多
种特征选择方法选择模型输入，并通过不同智能

算法的预测效果建立转鼓强度集成学习预测模型，

同时基于不同烧结状态精准预测烧结矿转鼓强度，

可协助现场及时调整产线参数，保证烧结矿质量

与高炉的稳定顺行。

1 数据预处理

1. 1 数据收集与整合

本文收集某钢厂 180 m2 烧结机在 2022 年 4
月—2023 年 8 月期间的原料、料仓、一混、二混、
烧结机、环冷、烧结矿质量检测等数据。其中原
料参数包括 30 个检化验频次数据项，料仓参数包
括 43 个分钟频次数据项，混料参数包括 3 个分钟
频次数据项，烧结机参数包括 1# ～ 22#风箱压力等

44 个分钟频次数据项，烧结矿质量检测包括班频
次的转鼓强度。
烧结机风箱共有 22 个，其中 1#、2#、3#、

20#、21#和 22#风箱长度为 2 m，4# ～ 19#风箱长度

为 3 m。现场烧结车间转鼓强度的测试频次为班频
次( 8 h /班) ，且检测时间并不完全固定，因此需
要根据转鼓强度检测时间索引( 精确至分钟) 对所

收集的烧结过程参数进行频次转换: ① 原料参数
等检化验频次数据。原料参数基本为天频次检化
验数据，将原料参数扩充至分钟频次，便于后续

原料参数与料仓参数的匹配。② 原料参数与料仓
参数匹配。基于 1# ～ 15#料仓相对应的物料名称与

物料成分，将同一时间索引的原料参数与料仓参

数进行匹配，使原料参数整合至料仓参数中。③
料仓至烧结机时间滞后消除。烧结过程属于典型
的流程工业，各工序间存在时间滞后( 图 1 ) ，因
此以烧结机参数时间索引为准，根据烧结实际生

产过程调整各工序参数时间索引，消除料仓—烧
结机、混料—烧结机的时间滞后。④ 料仓—混
料—烧结机数据频次整合。基于转鼓强度时间索
引，将两个时间索引间的料仓—混料—烧结机分
钟频次数据取均值，整合为转鼓强度频次数据，

最终获取转鼓强度测试频次烧结过程数据。

图 1 烧结过程工序时间滞后
Fig. 1 Time lag of sintering process
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1. 2 异常数据与缺失数据处理
由于烧结过程温度高、粉尘量大、设备运行

环境差、人员劳动强度高等原因［12］，烧结过程出
现少量异常数据，这些异常数据并不能代表烧结

正常生产过程，但会对后续模型的构建过程产生

较大影响。因此通过数据处理技术与现场生产情
况整合后的烧结过程数据进行异常数据识别，将

部分异常数据替换为缺失值，进而对缺失数据进

行处理，获取高质量的烧结模型用数据集。
1. 2. 1 异常值识别
基于现场生产情况，即现场生产检修时间记

录对相应时间段的烧结过程数据进行删除处理。
随后通过数据处理技术对异常值进行进一步的识

别。孤立森林是一种无监督异常监测方法，其基
于给定数据集对决策树进行集成，每个决策树递

归地随机分割数据集，直到所有样本点都为孤立

点或达到树的长度限制，循环建立孤立树，最终

形成由多个孤立树组成的孤立森林［13 － 14］。然后，
模型再对每个样本在每颗孤立树上叶子节点的路

径长度进行计算，最终获取样本异常程度。基于
Python 实现孤立森林时，相应 Scikit-learn 库中的
计算公式见式( 1) 与式( 2) 。

c( n) = 2H( n － 1) － 2( n － 1)
n ( 1)

s( x，n) = 2 － E［h( x) ］
c( n) ( 2)

式中: n为样本数量; c( n) 为树的平均路径长度;
H( n － 1 ) 为调和数; E［h ( x) ］是某一样本在孤立
树中找到自身位置所花费的平均路径长度;

s( x，n) 是样本点( x) 在一个包含( n) 个样本的节点
中的深度。
由于孤立森林算法随机选择超平面切割数据

集，其在识别全局异常值上的有效性更强，因此

首先通过孤立森林识别转鼓强度测试频次烧结过

程数据异常数据，部分参数识别结果如图 2 所示。
图 2 中圆球状散点为孤立森林异常识别后的正常
数据，三角状散点为孤立森林异常识别后的异常

数据。由图 2 可以看出，多维度数据簇中相对较
远的离散数据点均被有效识别。本文将孤立森林
算法识别出的异常值全部进行删除处理之后，再通

过箱形图识别数据集中各个数据项的极端异常值。

箱形图识别异常［15］是根据某一个数据项的四

分位数与中位数进行异常值识别，距离该数据项

中位数远的数据点被认为是异常值。箱形图异常
识别后的异常数据点数量少，但忽视此类异常数

据将会对模型精度造成较大影响，而直接删除所

有数据项异常值所在时间维度数据会造成数据样

本的大量减少，因此本文将箱形图识别出的异常

点替换为缺失值，并准备进行进一步的处理。

图 2 主管负压 －烟道温度 －终点温度孤立

森林异常识别结果

Fig. 2 Isolated forest anomaly recognition results of main

negative pressure，main flue temperature

and burn through point temperature

1. 2. 2 缺失值处理
在烧结过程分钟频次数据中，存在由于传感

器故障与数据传输故障等原因导致的零散数据缺

失［16］。在数据整合过程中已将烧结过程分钟频次
数据整合为转鼓强度频次数据，因此分钟频次数

据零散缺失已经消除。随机森林在缺失值处理方
面有着独特的优势: ① 其通过构造决策树森林对
缺失值进行填充，填充后的数据具有随机性，更

接近数据样本的真实分布; ② 生成决策树过程
中，节点所使用的特征为随机选择的部分特征而

不是所有特征，适用于高维数据的处理。因此针
对异常值识别所产生的缺失以及数据存储故障所

产生的某数据项短时间连续数据缺失，采用随机

森林插补对数据集中的缺失值进行填补。以烟道
温度的部分数据为例，缺失值的随机森林填充结

果如图 3 所示。填充缺失后的数据集可直接用于
后续构建预测模型。
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1—正常值; 2—填充值。

图 3 缺失值随机森林填充结果
Fig. 3 Ｒandom forest fill results of missing values

2 模型建立

2. 1 模型特征选择
由于对输入模型的特征进行选择可以降低模型

特征维度，提高模型准确度，减少模型运行时间。
因此，本文针对不同烧结状态数据，通过 Pearson
相关性分析选择与烧结矿转鼓强度线性相关性较强

的烧结过程参数( Pearson相关系数大于 0. 4) ，分析
结果如图 4 所示。由图 4 可知，Pearson 相关系数
在 0. 4 以上的参数有石灰石实际流量值、除尘灰
实际流量值、终点温度等 9 个烧结过程参数。

图 4 Pearson相关系数特征选择结果
Fig. 4 Feature selection results of Pearson

correlation coefficient

由于 Pearson 相关性分析对非线性关系不敏
感［17］，因此进一步通过 XGBoost 特征重要性评估
对模型输入特征进行进一步筛选，选择特征重要

性从大到小排名前 20 的参数作为转鼓强度的非线
性相关特征，评估结果如图 5 所示。
在进行线性相关性与非线性相关性选择过程

中，选择标准具有一定的主观性，因此并不能保

图 5 XGBoost特征选择结果

Fig. 5 Feature selection results of XGBoost

证所选择的特征包括所有与转鼓强度相关的特征。
模型通常采用某种机器学习方法，以某一评估指

标作为特征选择标准，当删除某一特征时模型评

估指标变差，则认为该特征重要; 而当删除某一

特征时模型评估指标不变，则认为该特征不重要。
由于删除特征后模型指标不变，只能说明该特征

对优化某一个模型指标没有帮助，不能充分说明

其与目标之间没有相关性。Boruta 特征选择方法
可以有效避免上述不足，并尽可能选择与目标相

关的模型特征［18］。Boruta方法过程: ① 将数据集
中的原特征数据进行打乱，形成影子特征; ② 将
影子特征与原特征进行拼接，得到新的特征矩阵;

③ 训练模型，计算原特征与影子特征的分数; ④
获取影子特征所得的最大分数; ⑤ 对比原特征分
数与影子特征最大分数，选择分数高于影子特征

最大分数的原特征。本文通过 Boruta 算法进一步
对与模型相关的特征进行选择。选择结果如表 1
所示。对 Pearson相关性分析、随机森林特征选择
以及 Boruta特征选择结果取并集，作为模型的输
入特征。
由图 5 与表 1 可知，影响烧结矿转鼓强度的

烧结过程参数主要包括: 烧结原料参数( 如物料流

量、混料成分等) 、料层热状态参数( 如风箱温度、
终点温度等) 、料层透气性参数( 风箱压力、主管
负压、布料厚度等) 、欠烧过烧情况( 机速等) 、
点火参数( 点火温度等) 等，基本符合冶金理论分

析结果与现场生产认知，因此可根据模型特征选

择结果进一步构建烧结矿转鼓强度预测模型。

87
■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■



2023 年第 6 期 王茗玉，等: 基于烧结状态与集成学习的烧结矿转鼓强度预测

表 1 Boruta算法特征选择结果
Table 1 Feature selection results of Boruta algorithm

烧结过程参数 特征名称 特征名称

出二混 w( CaO) 除尘灰实际流量值 主管负压

出二混 w( MgO) 无烟煤实际流量值 5#风箱压力

出二混 w( SiO2 ) 生石灰实际流量值 7#风箱压力

出二混 w( TFe) 终点温度 9#风箱压力

出二混 w( Mt) 11#风箱压力 9#风箱温度

混料加水水压 11#风箱温度 抽风机驱动端振幅

混矿 2 实际流量值 13#风箱温度
抽风机驱动端轴承
温度

混矿 3 实际流量值 1#风箱压力 布料厚度

混矿 4 实际流量值 1#风箱温度 机速

混矿 5 实际流量值 21#风箱压力 混料仓位

石灰石实际流量值 21#风箱温度 点火炉炉膛温度

菱镁石实际流量值 2#风箱温度 点火用空气流量

2. 2 集成学习模型构建
随着数据科学的发展，机器学习算法已经成

为有监督学习的重要工具。典型的机器学习算法
有多元线性回归、随机森林、非线性支持向量机、
Adaboost、人工神经网络等，不同的机器学习方法
有其独特的优势与不足，如表 2 所示。将多个机
器学习算法构建的预测模型进行融合，避免单个

机器学习算法预测模型产生较大误差，可使预测

效果达到最优［19］。
表 2 不同机器学习算法优势与不足

Table 2 Advantages and disadvantages of different

machine learning algorithms

算法名称 优点 不足

多元线性回归
计算效率高，
可解释性强

无法处理非
线性关系

随机森林 过拟合风险低 对噪声数据敏感

非线性支持向量机 数据类型适应性强 核函数选择困难

Adaboost 适合处理高维数据 对噪声数据敏感

人工神经网络
适合处理复杂非
线性关系

易过拟合

烧结矿转鼓强度集成学习预测模型构建过程

如图 6 所示。其主要包括: ① 将处理后的烧结过
程数据集进行数据划分，80%的数据划分为训练
数据，20%的数据划分为测试数据; ② 基于训练
数据与特征筛选结果训练不同算法转鼓强度预测

模型; ③ 通过测试数据测试不同算法转鼓强度预
测模型预测命中率; ④ 通过不同算法预测子模型
在测试数据上的拟合优度分配各子模型预测结果

权重，并获得最终转鼓强度预测结果，具体计算

方法见式( 3) 与式( 4) 。在模型实际上线运行过程
中，各子模型权重可根据子模型在烧结实际历史数

据上的拟合优度分配各子模型预测结果权重，进而

实现模型根据烧结过程实际运行情况自适应更新。

λ i =
Ｒi

∑5

i = 1
Ｒ

( 3)

D = ∑
5

i = 1
λ i × Pi ( 4)

式( 3) 、( 4) 中: i 为模型序号; λ i 为各预测模型

结果相应权重; Ｒi 为各预测模型在测试数据上的

拟合优度; Pi 为各预测模型在实际运行时的预测

结果; D为集成学习模型实际运行最终输出结果。

图 6 烧结矿转鼓强度集成学习预测模型
Fig. 6 Ensemble learning predictive model of

sinter drum strength

现场生产经验表明，将终点温度与主管负压

稳定在合理的区间内可以保证烧结矿转鼓强度处

于较高水平，因此现场烧结工程师将其作为重点

关注的两个烧结状态参数。通常认为终点温度的
适宜区间为 400 ～ 460 ℃，主管负压的适宜区间为
－ 13 ～ － 15 kPa。为进一步验证现场生产经验的准
确性，对终点温度、主管负压和转鼓强度数据进
行统计分析，分析结果如表 3 所示。由表 3 可知，
当终点温度和主管负压均在经验认知的适宜区间

内时，转鼓强度平均水平最高; 当终点温度和主

管负压均在经验认知的适宜区间外时，转鼓强度

平均水平最低。由此可以推断，通过终点温度和
主管负压对烧结状态进行区分，可提前预测转鼓

强度大致水平。为进一步提升模型预测精度，可
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通过现场生产经验对烧结状态进行划分，进而基

于不同烧结状态对转鼓强度进行预测。
表 3 不同烧结状态转鼓强度分析结果

Table 3 Drum strength analysis results of different

sinter state

烧结
状态

终点温度( T)
范围 /℃

主管负压( P)
范围 /kPa

转鼓强度
均值 /%

1 400 ＜ T ＜ 460 － 15 ＜ P ＜ － 13 77. 85

2
400 ＜ T ＜ 460

T ＜ 400 或 T ＞ 460
P ＜ － 15 或 P ＞ － 13

－ 15 ＜ P ＜ － 13
77. 65

3 T ＜ 400 或 T ＞ 460 P ＜ － 15 或 P ＞ － 13 76. 98

3 预测结果分析

基于处理后的烧结数据与特征选择结果，通

过集成学习模型对烧结矿转鼓强度进行预测。通
常通过拟合优度( r2 ) 与均方误差( δMSE ) 评价模型的

预测效果。r2 与 δMSE的计算公式分别见式( 5 ) 与
式( 6) 。

r2 = 1 －
∑ n

i = 1
( Yi － yi )

2

∑ n

i = 1
( Ym － yi )

2
( 5)

δMSE = 1
n∑

n

i = 1
( Yi － yi )

2 ( 6)

式( 5) 、( 6) 中: r2 为拟合优度; δMSE为均方误差，

n为样本数量，Yi 为样本预测值，yi 为样本真实

值，Ym 为样本均值。
子模型的预测效果与集成模型的预测效果如表

4所示。由表 4 可知，集成学习转鼓强度预测模型
r2 为 0. 77，δMSE为 0. 16。在预测命中率方面，集成
模型在测试集上的误差范围为 0. 5%时的预测命中

率为 78. 89%，预测效果与期望水平还有一定差距。
表 4 子模型预测效果与集成模型预测效果

Table 4 Prediction performance of sub models and

ensemble models

模型名称 r2 δMSE 预测命中率 /%

多元线性回归 0. 55 0. 45 66. 67

随机森林 0. 79 0. 16 82. 22

非线性支持向量机 0. 68 0. 26 71. 11

Adaboost 0. 81 0. 15 83. 33

人工神经网络 0. 8 0. 15 83. 33

集成模型 0. 77 0. 16 78. 89

基于不同烧结状态与集成学习的预测结果如

表 5 所示。由表 5 可以看出，基于终点温度与主
管负压区分三种不同的烧结状态前后，模型的预

测效果在测试集上均有所提升。① 对于烧结状态
1: 在区分烧结状态前模型 r2 为 0. 79，δMSE为

0. 17，预测命中率为 80% ; 在区分烧结状态后模
型 r2 为 0. 83，δMSE为 0. 14，预测命中率为 90%。

② 对于烧结状态 2: 在区分烧结状态前模型 r2 为
0. 71，δMSE为 0. 14，预测命中率为 80% ; 在区分

烧结状态后模型 r2 为 0. 9，δMSE为 0. 05，预测命中
率为 93. 33%。③ 对于烧结状态 3: 在区分烧结状
态前模型 r2 为 0. 79，δMSE为 0. 17，预测命中率为
76. 67% ; 在区分烧结状态后模型 r2 为 0. 83，δMSE

为 0. 14，预测命中率为 90%。可见，在对烧结状
态进行区分，建立不同烧结状态对应的转鼓强度

集成学习预测模型，在误差范围为 0. 5%时的预测
命中率在 90%以上，可以更好地实现烧结转鼓强
度精准预测。

表 5 不同烧结状态预测模型效果对比
Table 5 Comparison of prediction models for different sintering states

烧结状态 状态区分前 r2 状态区分前 δMSE 预测命中率 /% 状态区分后 r2 状态区分后 δMSE 预测命中率 /%

烧结状态 1 0. 79 0. 17 80. 00 0. 83 0. 14 90. 00

烧结状态 2 0. 71 0. 14 80. 00 0. 90 0. 05 93. 33

烧结状态 3 0. 79 0. 17 76. 67 0. 83 0. 14 90. 00

4 结 论

( 1) 为达到尽可能选择与烧结矿转鼓强度相
关特征变量的目的，在 Pearson 线性相关分析与
XGBoost非线性相关分析的基础上，加入 Boruta算

法选择的特征，结合几种特征选择方法的优势，

避免了通过某一种方法及某一指标筛选模型输入

特征的不完整性。
( 2) 选择不同类型的机器学习方法形成集成

学习模型，与基础的各子模型预测结果取平均值
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得到集成学习预测结果相比，通过各子模型在测

试数据上的预测效果赋予各模型预测结果权重，

且模型测试数据可根据烧结实际运行情况进行更

新，进而实现子模型权重根据烧结实际生产情况

自适应更新的功能。
( 3) 在集成学习预测模型的基础上，结合现

场生产实践与烧结历史数据分析，通过烧结终点

温度与主管负压对烧结状态进行区分，区分烧结

状态后的预测模型精度高于区分烧结状态前的预

测模型，在误差范围为 0. 5%时的预测命中率在
90%以上。
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