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摘要:烧结矿转鼓强度是烧结过程中反映烧结矿质量的重要指标之一，其精确预测可以提高生产过程的控制精度

和效率，降低生产成本和资源浪费。但在实际生产中，烧结矿转鼓强度预测存在一些困难，比如数据量有限、数据

质量不佳等问题。因此，为了提高预测精度，首先采用生成对抗网络( GAN) 对原始数据集进行扩增，以解决数据

量有限的问题; 然后采用麻雀搜索算法( SSA) 优化的回声状态网络( ESN) 构建预测模型。相比于传统的神经网

络，ESN具有更好的稳定性和泛化能力，并且能够快速训练和适应新数据。通过试验验证了该模型的预测精度和

效率，并与其他预测算法进行了比较。结果表明，采用扩增后的数据集和 ESN 模型可以显著提高预测精度，平均

绝对百分比误差由 1. 41%缩小至 1. 06%。
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Abstract: The drum strength of sinter is one of the important indicators reflecting the quality of sinter during the sintering

process，and its accurate prediction can improve the control accuracy and efficiency of the production process，and reduce

the production cost and resource waste. However，in actual production，there are some difficulties in predicting the drum

strength of sinter，such as limited data volume and poor data quality. Therefore，in order to improve the prediction accuracy，

the Generative Adversarial Network ( GAN) is used to augment the original dataset to solve the problem of limited data

volume. Then，the Echo State Network ( ESN) optimized by Sparrow Search Algorithm ( SSA) is used to construct the

prediction model. Compared with traditional neural networks，ESN has better stability and generalization ability，and can

quickly train and adapt to new data. The prediction accuracy and efficiency of the model are verified by experiments，and

compared with other prediction algorithms. The results show that the expanded dataset and ESN model can significantly

improve the prediction accuracy，and the mean absolute percentage error is reduced from 1. 41% to 1. 06% .
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烧结作为炼铁系统中极为重要的工序之一，

其生产的烧结矿占中国高炉入炉料的比例超过

70%。因此，烧结矿质量的好坏对高炉的产量以
及后续的生产环节影响重大［1 － 2］。转鼓强度作为
反映烧结矿机械强度和物理性能的重要指标，在

烧结领域一直备受科研人员的关注［3］。转鼓强度
过低，会导致返矿增多，对能源的消耗量增大，

且会使烧结矿的冶金性能变差，最终影响到高炉

的顺行［4］。传统的检测方式为在固定间隔定量取
样进行检测，再对烧结配料及工艺参数进行调整。
这种方式存在着滞后性，导致烧结矿的质量信息不

能得到及时反馈，严重制约了烧结过程的精细化调

控，无法满足烧结现场实时检测的需求。因此，十
分有必要对烧结生产进行高精度预测，最大程度的

减少烧结矿质量的波动，辅助企业生产作业。
随着大数据技术的发展，机器学习相关算法

已经被应用到了烧结矿转鼓强度预测领域。LI
等［5］通过相关性分析，将烧结矿化学成分作为输

入变量，采用 GA-ＲNN 进行烧结矿质量预测，转
鼓强度平均误差率为 1. 24%。ＲEN 等［6］通过选取
十种回归预测算法对转鼓强度进行预测，得到初

步预测结果。通过对初步预测结果进行分析，选
取预测算法进行组合，实现了对烧结矿转鼓强度

较为精准的预测。张振等［7］通过使用特征选择算
法对数据集中的特征参数进行了排序，使用

CatBoost算法建立转鼓强度预测模型，最终得到的
转鼓强度预测模型在误差范围为 0. 25%内命中率
为 98%。以上学者为转鼓强度预测模型的构建提
供了参考和经验，但仍然存在一些不足。如: 特
征参数选取时并没有结合冶金工艺理论，可能会

有重要影响因素没有被选取; 样本数据量小，构

建的模型泛化能力不强等问题。
鉴于存在的问题，本文首先采用生成对抗网

络( generative adversarial networks，GAN) 对样本数
据集进行扩增，获得较为丰富的数据集，再选取

回声状态网络( echo state network，ESN) 作为预测
模型，其内部状态的动态演化可以帮助捕捉数据

中的复杂非线性结构，从而提高预测性能。最终
提出一种基于烧结生产数据、结合工艺理论，通

过 GAN 对数据进行扩增，使用麻雀搜索算法
( sparrow search algorithm，SSA) 改进的回声状态网
络构建烧结矿转鼓强度预测模型。

1 数据处理

1. 1 样本来源
研究选取了某钢铁企业的实际烧结生产数据

作为烧结矿转鼓强度预测的研究基础，采样频率

为每 4 h取样一次。其中包括烧结原料参数、烧结
混合料配矿方案、烧结机工作参数、以及烧结矿相
关冶金性能和物理性能。如加水率、点火温度、点
火负压、利用系数、转鼓强度、低温还原粉化等。
1. 2 输入特征参数选取
研究通过结合工艺理论，将专家知识和经验

融入到特征参数选取中，提高预测模型的准确性

和可解释性。原始数据样本中存在众多特征参数，
但并非所有特征参数都对转鼓强度具有影响，因

此从中选取有效特征参数构成训练集，是保证最

终预测结果准确度的前提。结合工艺理论进行特
征参数选取，可以使预测模型更容易被理解和接

受。操作人员和管理者可以根据工艺理论中的原
理和规律来解释模型的预测结果，进而进行相应

的调整和优化。
含铁原料中 SiO2 含量增加会导致需要增加相

应的 CaO 用量，从而使烧结混合料中 CaO 比例增
大。这进一步促使铁酸钙形成的条件更加充分，
从而使得转鼓强度增大［8 － 9］。烧结矿中 MgO 含量
的减少可促进铁酸钙的生成，提高转鼓强度［10］。
铝元素过多会降低多元复合铁酸钙的流动性和黏

结效果，导致强度显著下降［11］。混合料水分小会
导致烧结速度快［12］，从而使转鼓强度降低。适当
的配碳量可以提高转鼓强度，过高和过低都会对

烧结矿质量产生负面影响［13］。垂直烧结速度也是
影响烧结矿转鼓强度因素之一，烧结负压的大小

会影响烧结机的燃烧风速和含氧量，进而对烧结

矿的质量产生影响。
结合上述工艺理论总结了影响烧结转鼓强度

的基本因素，最终选取的样本输入特征参数及其

数据范围如表 1 所示。
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表 1 特征参数样本输入
Table 1 Sample input of feature parameter

特征参数 范围

w( SiO2 ) /% 4. 68 ～ 6. 05

w( CaO) /% 9. 86 ～ 13. 94
w( Al2O3 ) /% 1. 59 ～ 2. 86

w( MgO) /% 1. 79 ～ 2. 76
w( H2O) /% 7. 00 ～ 8. 00

w( 焦粉) /% 3. 80 ～ 5. 00

烧结负压 /kPa 11. 40 ～ 16. 20

垂直烧结速度 / ( m·min －1 ) 15. 82 ～ 24. 83

1. 3 基于 GAN的数据增强
GOODFELLOW 等［14］在 2014 年第一次提出

GAN，其创意主要来源于博弈论。GAN 是一种深
度学习模型，可以通过训练两个对抗的神经网络

来生成新的数据，其中一个网络是生成器，另一

个网络是判别器。生成器负责产生与训练数据相
近的新数据; 判别器试图将所产生数据与实际训

练数据进行判别。这两种网络经过反复的训练，
以达到改善性能的目的，最终生成器能够产生高

质量数据。GAN所构建的网络结构框图如图 1 所
示，模型的参数设置如表 2 所示。

图 1 GAN网络结构

Fig. 1 Network structure of GAN

表 2 网络模型参数

Table 2 Network Model Parameters

参数 值

优化算法 Adam

激活函数 ＲeLU

迭代次数 400

批处理大小 4

输入维度 9

输出维度 9

生成器隐含层维度 18

判别器隐含层维度 18

学习率 0. 000 5

GAN模型中，生成器接收随机噪声作为输入，
通过数个全连接层生成新的一维数据。判别器接
收原始数据或生成器生成的数据，将其与真实数

据进行比较并输出一个二进制分类结果( 真实数据

为 1，生成数据为 0 ) 。该模型在每一次训练迭代
中，首先生成器会生成一些新的数据，然后将其

传递给判别器进行分类。生成器的目标是生成能
够欺骗判别器的数据，同时尽可能地接近原始数

据分布。模型完成 GAN模型的训练后，可以使用
生成器来生成新的一维数据。输入随机噪声，生
成器将生成与原始数据类似但不完全相同的新

数据。
原始数据集共有 150 组数据，随机选取 40 组

为测试集，剩余数据为数据扩增的原始数据，扩

增至 400 组，各特征数据范围如表 3 所示。后续
分别使用剩余的 110 组数据和扩增后的 400 组数
据作为训练集，随机选取的 40 组为测试集。产生
的新数据和原始数据相似，但是又不是完全一样

的信息，这些数据可涵盖原始数据集中可能存在

的资料空间，从而增加了数据的多样性与真实性。
表 3 特征参数样本输入扩增

Table 3 Sample input amplification of feature parameter

特征 范围

w( SiO2 ) /% 3. 6 ～ 6. 67

w( CaO) /% 8. 42 ～ 15. 42
w( Al2O3 ) /% 1. 15 ～ 3. 12

w( MgO) /% 1. 34 ～ 2. 96
w( H2O) /% 6. 00 ～ 9. 10

w( 焦粉) /% 3. 14 ～ 5. 90

烧结负压 /kPa 10. 19 ～ 18. 74

垂直烧结速度 / ( m·min －1 ) 13. 58 ～ 27. 31

转鼓强度 /% 57. 42 ～ 78. 94

2 模型设计

2. 1 SSA

SSA是由薛建凯等［15］于 2020 年提出的一种智
能优化算法。它通过模拟麻雀的捕食行为，不断
更新个体位置以寻找最优食源。相较于 2010 年提
出的典型群体智能算法，SSA 具有简单、易实现
的原理，并且其寻优能力较强。在多个测试函数
上，它的性能优于传统算法( 如粒子群和蜂群算
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法) ［16 － 17］。SSA在全局搜索和避免过早收敛方面
表现出突出的综合性能。
2. 2 ESN

ESN是一种新颖的动态递归神经网络。ESN
的结构包括输入层、隐藏层和输出层，但其隐藏
层被设计为稀疏网络，称为储备池。图 2 展示了
该网络结构。其中: Win为输入权值; Wout为输出

权值; Wback为输出反馈权值; W 为储备池内部神
经元连接权值。储备池接受来自输入层 Win和来自

储备池前一个状态的输入 Wback。

图 2 ESN网络结构

Fig. 2 Network structure of ESN

ESN的核心结构是一个大规模连接的储备池，

其参数决定了 ESN 的表现。这些参数包括稀疏度
( WSD ) 、谱半径( WSＲ ) 、储备池规模( WN ) 和泄漏

率( WLＲ ) 。① WSD表示储备池神经元之间的连接情

况，较大的值意味着更强的非线性逼近能力; ②
WSＲ是连接权值矩阵绝对值最大的特征值; ③ WN

指储备池中神经元的数量，它对网络性能有较大

影响，规模越大，ESN 对给定动态系统的描述越
准确; ④ WLＲ可视为储备池的更新速度，其值越

小，储备池的动态程度越低，神经网络模型的短

期记忆力越强。
2. 3 SSA优化的回声状态网络
本文利用 SSA对 ESN 进行优化，以提高模型

的精确性，并赋予 ESN一定的泛化能力。
ESN的隐藏层神经元具有大量、随机和稀疏

组合的特征，其本质也是一种随机运动产生的递

归结构。本文通过对 ESN 进行训练计算适应度值，
以此作为麻雀种群的更新依据。
通过 SSA寻优，更好地得到储备池内各种参

数而建立了基于 SSA-ESN 的烧结矿转股指数预测
模型。使用扩增前后的两个烧结矿数据测试集对
SSA-ESN模型进行训练，得到烧结矿转鼓强度预

测值。SSA能够直接决定网络模型的最优权值与
阈值，避免 ESN中由于多次训练权值和阈值随机
化而导致的过度训练的可能性，还降低了由于陷

入局部最优解导致预测数据精度降低的情况，同

时也具有可通过自适应控制搜索得到最佳解的优

点。优化步骤: ① 初始化储备池参数编码与 SSA
参数，并采用二进制的方式对待优化参数进行编

码，建立储备池参数与 SSA 参数的映射关系，并
随机产生初始种群; ② 根据已有研究确定适应度
函数值积累的经验，适应度函数值选用平均绝对

百分比误差( SMAPE ) 的倒数，确定当前最佳个体和

最差个体，对发现者和跟随者位置进行更新; ③
当麻雀遇到危险时，对侦察者的位置进行更新;

④ 当迭代次数达到最大时，结束优化，输出优化
参数，否则迭代次数加 1，转到步骤②; ⑤ 将优
化后的最优参数赋入预测模型中进行预测，输出

结果。
SSA对 ESN进行参数寻优，适应度曲线如图 3

所示。由图 3可知，该方法寻优速度快。最后寻优
得到 WSD = 6. 2%，WSＲ = 0. 916，WN = 489，WLＲ =
0. 741 1。

图 3 寻优曲线
Fig. 3 Optimization curve

3 试验与结果分析

为验证 GAN的数据增强效果，本文分别使用
原始训练集和数据增强后的测试集作为 SSA-ESN
网络的训练样本，然后统一采用提前划分好的测

试集进行预测结果测试，预测结果如图 4 所示，本
文引入了平均绝对误差( SMAE ) 、平均绝对百分比误
差( SMAPE ) 两个评价标准，公式分别见式( 4) 、( 5) 。

SMAE = 1
n∑

n

i = 1
| ŷi － yi | ( 4)
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SMAPE = 100%
n ∑

n

i = 1
|
ŷi － yi

yi
| ( 5)

式中: ŷi 为样本 i 的预测值; yi 为样本 i 的真实
值; n为样本总数量。

1—实际值; 2—预测值( 原始数据集) ;

3—预测值( 扩增数据集) 。

图 4 扩增前预测值与实际值对比

Fig. 4 Comparison of predicted value before

amplification and actual value

根据图 4 所示，扩增数据集后的预测值能够
准确感知烧结矿转鼓强度的波动，及时反应烧结

矿质量的变化。与原始数据集的预测值相比，扩
增数据集后的预测值没有出现单个预测点误差较

大的情况。这表明使用扩增后的数据集具有与原
始数据集相似的统计特征和分布情况，扩展了数

据集的规模和多样性，提升了预测的泛化性，适

用于各种生产任务场景。然而，原始数据集的预
测值与真实值曲线存在较大误差，个别值的预测

误差波动较大，甚至出现了预测值远离真实值的

情况。这说明数据集仍存在样本分布不均的问题，
预测结果未能充分反映真实质量。
由表 4 可知，使用扩增后的数据集进行训练

的模型，相对误差值仅为 0. 699，相对误差率仅为
1. 06%。虽然预测结果上还是会与真实值存在着
一定的波动，但是波动范围明显小于使用原始数

据集训练的结果，这表明使用扩增的数据集，可

以在一定程度上解决原始数据集中样本不平衡或

表 4 扩增前后预测性能对比

Table 4 Comparison of prediction performance before

and after amplification

方法 SMAE SMAPE

原始数据集 0. 923 1. 41

扩增数据集 0. 699 1. 06

过拟合等问题，能够有效的降低预测误差值，提

高预测的准确性。
通过上述内容，可以看出使用扩增后的数据

能够减小模型的误差，接下来选取 BP 神经网络
( BPNN) 和卷积神经网络( CNN) 与 ESN 进行对比
试验，预测结果对比如表 5 所示，各模型的预测
值如图 5 所示，误差值如图 6 所示。

表 5 不同算法模型测试样本预测结果
Table 5 Prediction results of test samples of different

algorithm models

方法 SMAE SMAPE

BPNN 1. 156 1. 73

CNN 0. 842 1. 30

ESN 0. 699 1. 06

1—实际值; 2—预测值( BPNN) ; 3—预测值( CNN) 。

图 5 各算法预测值与实际值对比
Fig. 5 Comparison between the predicted value of each

algorithm and the actual value

1—BPNN; 2—CNN; 3—ESN。

图 6 各算法预测误差值
Fig. 6 Prediction error value of each algorithm

由图 6 可以看出，在预测值的误差方面，提
出的基于 ESN的预测方法相较于对比算法，有着
明显的优势，具体分析: 与 BPNN 和 CNN 相比，
优化后的 ESN在解决烧结矿转鼓强度预测问题方
面具有较小的误差，在烧结矿转鼓强度预测任务
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中，ESN 是最优选择。可见，在烧结生产中，采
用 ESN模型，利用原料数据和工艺参数来预测烧
结矿转鼓强度，可以获得可靠的预测效果。

4 工业验证试验

为了验证所提出的预测模型的准确性和稳定

性，该模型已经应用于某钢铁企业铁前智能烧结

系统，并自投产以来运转情况良好。应用本预测
模型后，企业不仅显著节省了人力成本和时间成

本，还实现了对烧结矿转鼓指数的提前获取，这

为企业的生产管理和决策提供了重要支持。本文
选取该企业 2023 年 3 月 12 日至 3 月 21 日的每日
取样数据，并将其与当日预测结果进行对比。对
比结果如图 7 所示。由图 7 可知，该预测模型具
有较高的预测准确性和稳定性，能够很好地反映

出烧结矿的质量变化趋势。预测结果将有助于企
业更好地掌握生产情况，制定科学合理的生产计

划，提高生产效率和产品质量。

1—实际值; 2—预测值。

图 7 实际值与预测值对比

Fig. 7 Comparison of actual and predicted values

5 结 论

本文使用 GAN扩增的数据可以有效地捕捉到
原始数据中存在的潜在规律，并且模型的预测相

对误差值由 0. 923%缩小至 0. 699%，还能够提高
模型的鲁棒性，稳定性和泛化能力; SSA-ESN 算
法能够很好地处理烧结转鼓强度的非线性特征，

并且具有良好的预测性能; 通过使用 SSA 对 ESN
的参数进行寻优，找到最优预测参数，模型预测

的相对误差值仅为 0. 699% ; 在钢铁企业的实际生
产中，该模型转鼓强度预测值与实际值的误差在

0. 6%以内，具有较好的可行性和实用性。
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